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Vorwort 

Was Sie hier lesen, ist die redigierte Fassung meines Online-Vortrags für die Universität Bremen (5. Juni 2026). 
Ich stelle dies offen zur Verfügung, damit möglichst viele dadurch umfassend informiert und positiv irritiert 
sind. Es soll eine differenzierte und aktive Auseinandersetzung und Entwicklung fördern. 

Den Vortrag habe mit dem Handy aufgenommen, automatisch mit f4 transkribiert, von Claude Code (Opus 
4.8) zu einem lesbaren Skript umgewandelt, Quellen ergänzt und manuell einmal Korrektur gelesen. Die 
Mündlichkeit habe ich an manchen Stellen bewusst stehen lassen.  

Das Feld bewegt sich schnell, manche der jüngsten Studien sind hier erst wenige Tage vor dem Vortrag 
dazugekommen, und einiges wird beim in ein paar Monaten vermutlich schon wieder anders aussehen. 
Deshalb aktualisiere ich dieses Skript alle 3-4 Monate. Die letzten Stände von Oktober 2025 und Februar 2026 
sind ebenso auf der Website noch einzusehen. Der hier festgehaltene Stand ist also eine Momentaufnahme 
aus einer Übergangsphase, in der das Feld qualitativer Forschung erkundet, wohin die Reise gehen könnte.  

Ich bin Mitgründer von audiotranskription und Miterfinder von f4, war früher als wissenschaftlicher Mitarbeiter 
bei Prof. Dr. Udo Kuckartz am Fachbereich Erziehungswissenschaften der Philipps-Universität Marburg und 
gebe seit rund 25 Jahren Workshops zu qualitativer Forschung und MAXQDA. Beim Ansatz des hybriden 
Interpretierens, dem Serendipity-Prompting und weiterer hier aufgeführter Artikel zum Thema bin ich Mitautor. 
Bei einigen der Tools und Ansätze, über die ich spreche, rede ich also aus meiner Innenperspektive und nicht 
als neutraler Beobachter. 
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1 Einführung: Warum KI die qualitative Forschung verändert 

Ganz herzlich willkommen. Bevor ich ins Thema einsteige, ein Wort zum Format: Ich führe 
nicht nur theoretisch in KI in der qualitativen Forschung ein, sondern gebe immer wieder 
Praxisbeispiele. Ich will zeigen, was schon da ist, welche Teile qualitativer Forschung sich 
längst verändert haben, ohne dass es uns vielleicht bewusst ist, wo die Vorteile liegen 
könnten, wo die Nachteile, und welche Möglichkeiten wir haben, damit umzugehen. Eines 
schicke ich vorweg: Das Feld qualitativer Forschung ist sich noch nicht einig, wohin die 
Reise geht. Wir stecken mitten in einer Übergangsphase mit sehr unterschiedlichen 
Facetten, und ich versuche, einige davon heute aufzuführen. 

Ich bin Erziehungswissenschaftler, habe in Marburg studiert und promoviert und war 
wissenschaftlicher Mitarbeiter bei Kuckartz, dem Erfinder von MAXQDA. Aus dieser 
Geschichte stammt auch die Verbindung nach Bremen, wo ich seit über 15 Jahren 
MAXQDA-Workshops gebe. Die Uni-Tätigkeit habe ich 2008 aufgegeben, weil ein guter 
Freund und ich aus Versehen eine Zufallserfindung gemacht haben, die Ihnen vielleicht 
bekannt ist, wenn Sie schon mit Interviewdaten zu tun hatten: audiotranskription und die 
Programme f4 und f5. Die letzten 25 Jahre habe ich mich also immer wieder intensiv mit der 
Praxis qualitativer Forschung auseinandergesetzt. Mit KI kamen wir erstmalig 2018 in 
Berührung, also wir mit dem Fraunhofer-Institut eine automatische Transkription für 
Interviewdaten entwickelten. Aber dass KI auch den Auswertungsprozess beeinflussen 
könnte, das ist für mich erst seit April 2024 ein bestimmendes Thema geworden, was mich 
seitdem täglich begleitet. Und davon möchte ich heute erzählen. 

Mein Ziel ist, sie zu informieren, inspirieren und auch zu irritieren. Wer keine Lust auf KI hat, 
wird heute Argumente dagegen finden. Wer dagegen richtig Lust auf KI hat, ebenfalls. Sie 
suchen sich bitte aus dem, was ich anbiete, das heraus, was Ihre Perspektive stützt oder 
im Idealfall ergänzt. Ich hoffe sehr, dass ich ihnen einen Eindruck vom deutlichen 
Spannungsfeld zwischen der Beschleunigungshoffnung durch den Einsatz von KI und dem, 
was den Kern qualitativer Forschung ausmacht, nämlich dem menschlichen, kreativen 
Analyseprozess geben kann. 

Der Fahrplan ist schnell erzählt. Im ersten Teil geht es um die Möglichkeiten, also darum, 
was heute schon da ist und was Sie damit tun könnten. Im zweiten um die 
Herausforderungen, die ich an einem kleinen Datensatz konkret mache und mit aktuellen 
Studien aus 2025 und 2026 unterfüttere. Und im dritten um Integrationsansätze, also um 
Vorschläge, wie sich Sprachmodelle methodisiert in qualitative Verfahren einbinden lassen. 
Quer zu allen drei Facetten liegt mein viertes Thema, das oft vergessen wird: die DSGVO. 
Dazu komme ich am Ende ausführlich. 

Bevor wir mit den Möglichkeiten beginnen, eine kleine Studie vorweg. Sie soll schärfen, 
ob das Thema für uns an Hochschulen überhaupt relevant ist. Relevant wäre es dann, 
wenn Studierende KI tatsächlich nutzen. Tun sie das? Das hat die Hochschule Darmstadt. 
Sie hat 4.910 Studierende an 395 Hochschulen befragt (von Garrel und Mayer 2025, Survey). 
Zu diesem Zeitpunkt, Anfang 2025, nutzten 91,6 Prozent der Studierenden KI im 



Hochschulkontext. Die Erhebung ist im KI-Tempo schon relativ alt, und die Zahl dürfte 
seitdem sicher weiter gestiegen sein. 

Das sind natürlich nicht alles Menschen, die qualitative Forschung betreiben, sondern 
auch solche, die DeepL für eine Übersetzung benutzen oder ChatGPT für die 
Folienvorbereitung. Aber es bedeutet: Diese Tools sind ein Standardarbeitswerkzeug 
geworden. Und wenn Menschen ein Standardwerkzeug für sich entdeckt und seine Vorteile 
schätzen gelernt haben und dann in ein Gebiet kommen, in dem sie Forschung betreiben, 
hier qualitative Forschung, dann liegt der Gedanke nahe, dass dafür ganz natürlich auch KI 
seine wahrgenommenen Vorteile ausspielen könnte. Wir werden es also auch mit einer 
Erwartungshaltung zu tun bekommen, die im übrigen nicht nur von nachwachsenden 
Studierendengenerationen an uns herangetragen werden wird. 

 

2 Was heute schon möglich ist: LLMs im qualitativen 

Forschungsprozess 

Ich beginne mit dem Bereich, den KI als Erstes erobert hat, und mit dem ich mich beruflich 
am intensivsten verbunden fühle: die automatische Transkription. Über fünfzehn Jahre lang 
war das der Running Gag auf den Tagungen. Wenn wir an unserem Stand mit Menschen 
sprachen, kam die Frage “Na, geht es endlich auch automatisch?”, und dann mussten alle 
lachen. Nein, natürlich ging das nicht, für echte Interviewsituationen war daran lange nicht 
zu denken. 

Der Arbeitsalltag qualitativ Forschender begann also nach dem Interview und dem 
Gedächtnisprotokoll damit, die Daten manuell zu transkribieren. Wer heute neu in den 
Bereich kommt, kann sich das kaum noch vorstellen, dabei ist es gar nicht lange her: Bis 
2019 und 2020 war manuelles Transkribieren weltweiter Alltag. Eine 
Repräsentativerhebung dazu gibt es nicht. Aber wir bei der audiotranskription haben in den 
letzten drei Jahren rund 100.000 Menschen dabei unterstützt, automatisch Transkripte zu 
erzeugen, und bei denen, die zu uns kommen, hat sich das Bild gedreht. Wer heute noch 
manuell transkribiert, ist die Ausnahme, etwa bei einem Schweizer Dialekt oder bei sehr 
spezifischen Regeln, wie dem gesprächsanalytischen Transkriptionssystem (GAT). Darin 
steckt eine Menge menschlicher Interpretationsarbeit. Mikropausen lassen sich zwar teils 
technisch umsetzen, aber Intonationsänderungen, Betonungsunterschiede, Tempo, 
Partiturtranskriptdarstellung und viele weitere Aspekte die über Annotationszeichen 
abgebildet werden, das bleibt vorerst menschliche Tätigkeit. Wer dagegen Fließtext-
Transkripte als ganz normales Word-Dokument braucht, transkribiert in der Regel nicht 
mehr selbst. 

Bemerkenswert ist, dass dieses Einsatzfeld weitgehend akzeptiert ist. Die Transkripte sind 
nicht perfekt, man braucht einen Prüfdurchgang, und didaktisch lässt sich fragen, ob man 
das Selbst-Transkribieren nicht doch einmal erleben sollte. Aber die breiten 
Widerstandsbewegungen, die wir später beim Einsatz von Large Language Models (LLMs) in 
der Auswertung sehen werden, gibt es hier nicht. Das ist fundamental unterschiedlich, 
obwohl beides eine Facette von KI ist. 



Der Korrekturdurchgang bleibt also nötig. Manche Wörter werden falsch erkannt, und das 
Tückische ist, sie sind nicht falsch geschrieben, also nicht rot unterkringelt, sondern 
durchaus plausible Begriffe, die nur nicht zur Aufnahme passen. Man hört noch einmal 
durch und korrigiert. Das scheint kognitiv weniger fordernd als das konzentrierte manuelle 
Abtippen. Und deshalb verzahnt sich die Erstellung der Transkripte mit den ersten 
Auswertungsschritten. Wer Inhaltsanalyse macht, erzeugt vielleicht schon während der 
Korrektur das Case Summary, markiert erste spannende Segmente für die spätere 
Ausarbeitung mit der dokumentarischen Methode oder notiert Ideen fürs offene Codieren 
im Rahmen eines GTM Ansatzes. Diese ersten, material-annähernden Schritte und die 
Transkription sehen wir an einigen Stellen bereits verbunden. KI hat hier eindeutig und 
weitreichend den typischen Arbeitsprozess zahlreicher qualitativ Forschender substanziell 
verändert. 

Wenn das bei der Transkription so gut und weitgehend widerspruchsfrei ist, dann 

sollten sich da doch auch Möglichkeiten für den Auswertungsprozess finden lassen? 
Und ja, die gibt es bereits. Beispielsweise kann ich heute problemlos ein LLM anfragen mit 
“Erstell mir bitte eine Zusammenfassung oder eine Paraphrase meines Materials”. Oder ich 
möchte Fragen an das Material stellen. Ich gebe ein Interview hinein und frage, ob die 
Person eigentlich dieses oder jenes tut, vielleicht ohne den Text selbst gelesen zu haben. 
Dann stelle ich Fragen an das LLM, und es erzeugt auf Basis des Materials eine Textantwort. 
Und genau das haben sie vielleicht selbst schon mit Literaturtexten gemacht und sich eine 
erste Zusammenfassung erstellen lassen. 

Auch bei den Codes und dem Codieren kann ein Large Language Modell unterstützen. 
Bspw. beim Identifizieren von Themen, die im Material stecken, und dem Ausdifferenzieren 
von Codes. Wer die qualitative Inhaltsanalyse nach Kuckartz kennt, weiß: Ich starte mit 
einem Codesystem von vielleicht zehn bis dreißig Codes. Dann codiere ich und habe einen 
Zwischenzustand, nämlich Codes mit dutzenden bis hunderten Belegstellen. Das ist in der 
Regel noch kein Ergebnis. Und daher arbeite ich damit weiter, indem ich mir einen dieser 
Codes vornehme, und alle Textschnipsel der Reihe nach ausdifferenziere. Das ist 
aufwendig. Ich muss alle Schnipsel noch einmal lesen, mir überlegen, wie der Subcode 
heißen könnte, beim ersten Mal noch sehr deskriptiv, später entwickle ich Metaebenen. 
Daran arbeiten Menschen nicht nur Stunden, das kann Wochen dauern. Und genau das 
übernimmt das LLM. Ich lasse die Codes ausdifferenzieren, und erhalten von einem LLM 
Vorschläge für Subcodes. Das gibt es heute schon in vielgestaltiger Form, ich werde das 
gleich demonstrieren. In MAXQDA ist es bspw. möglich, das die Funktion AI-Assist die von 
mir erstellten Codes und Code-Memos (in denen ich beschrieben haben, wofür der Code 
steht, wie ich ihn im Material erkenne und wo seine Trennschärfe zu anderen liegt) nutzt 
und basierend darauf mein ganzes Material automatisch codiert. Und nicht nur codiert. Zu 
jeder Codierung erzeugt das adressierte LLM eine Begründung, warum diese Textstelle in 
den genutzten Code hineinpasst. Das ist sowohl für uns eine Möglichkeit der Überprüfung 
und als auch eine technische Strategie mit der die LLM Zuordnungen passender werden 
können. 

Und das wird heute schon aktiv eingesetzt. Eine Anekdote dazu: Ein Kollege, früher 
Mitarbeiter bei Jan Kruse an der Uni Freiburg, leitet inzwischen die Forschung an einem 



Center for Qualitative Research an der Universität Madison. Er sagte mir im letzten Jahr: 
“Thorsten, du kannst dir nicht vorstellen, wie sich bei uns die Arbeit verändert hat. Der 

Mittelbau prüft im Moment in der Hauptsache die automatischen Codierungen von 

MAXQDA.” Eine einzelne Stimme, aber eine bezeichnende. 

Wir können außerdem Lesarten und Interpretationsvorschläge zu Textpassagen generieren 
lassen. Da erzeugt ein LLM bestimmte Lesart oder bezieht Stellung zu meinen 
Deutungsvorschläge zu bestimmten Abschnitten. Und ganz neu, erst wenige Wochen alt, 
ich kann mir auf Basis spezifischer Fragen und meines Materials einen Ergebnisbericht 
automatisch generieren lassen, wobei das Tool auch dabei hilft die zunächst von mir 
gestellte Frage zu verbessern. 

Sicher sind weitere Elemente denkbar. Aber für den Überblick ist das schon eine ganz gute 
Bandbreite, die ganz wesentliche Arbeitsschritte qualitativer Datenanalyse abbildet: 
Zusammenfassen, Fragen ans Material, Themen finden, Codieren, Interpretieren, Berichten.  

Nun stellt sich die Frage, wie Menschen denn Zugriff zu all diesen Funktionen bekommen 
können. 

 

3 Zwei Zugangspfade zur Nutzung von LLMs in qualitativer Forschung 

Bisher habe ich immer nur MAXQDA genannt, aber das ist gar nicht der einzige Weg. Es gibt 
grundsätzlich zwei unterschiedliche Zugangspfade, ein Large Language Model (LLM) im 
Rahmen qualitativer Datenanalyse zu nutzen. 

Der erste Pfad hat mit den klassischen Werkzeugen der qualitativen Datenanalyse 
zunächst nichts zu tun. Kein MAXQDA, kein ATLAS.ti, kein NVivo. Die Leute nutzen einfach 
die üblichen Chatbots, also das Eingabefenster, das mir ChatGPT, Claude oder GWDG 
anbietet. Das ist der Zugang, mit dem viele vertraut sind, selbst wenn sie vorher noch nie 
qualitativ geforscht haben. Da ja über 90 Prozent der Studierenden so ein Fenster schon 
einmal geöffnet und etwas eingegeben, ist dieser erste Pfad naheliegend und zumeist 
kostenfrei. Und auch im Umfang sind die Begrenzungen mittlerweile häufig jenseits dessen, 
was für eine kleine bis mittlere Studie an Daten anfällt. Die bekannten Modelle können 
Daten im Umfang von hundert Seiten und mehr aufnehmen und dann Arbeitsschritte 
durchführen. Das haben Sie vielleicht selbst schon mit Artikeln gemacht, eine durchaus 
arbeitssparende Option. 

Dieser Zugang lässt sich auch elaborierter führen, wenn ich nicht mehr im Chatfenster 
bleibe, sondern ins Terminal wechsle. Bis Februar dieses Jahres war mir das ein Buch mit 
sieben Siegeln. Ich bin kein Programmierer, ich hasse diese Fenster mit dunklem 
Hintergrund und seltsamer Schrift, in die man dann auch noch seltsam schreiben muss. 
Aber am 5. Februar war ich auf die Claude-Code-Agents so neugierig, dass ich mir von 
Claude habe erklären lassen, wie man das bedient. Heute mache ich die KI-Arbeitsschritte 
fast nur noch im Terminal. Ein kurzes Beispiel zeige ich Ihnen nachher. Und dazu gehören 
nicht nur das Terminal, sondern auch die Agents, deren Idee und konkreter Nutzen für die 
qualitative Datenanalyse gehe ich später noch ein wenig näher ein. 



Der zweite Pfad setzt da an, wo Leute sagen: Das ist mir alles zu kompliziert, ich will 
keinen Chatbot bedienen, ich weiß nicht, wie ich Prompts baue, und Prompt Engineering ist 
eine anspruchsvolle Aufgabe. Dann nutze ich eben Tools, bei denen andere 
Menschen/Firmen diese Promptentwicklungsarbeit für mich gemacht haben. 

Allerdings öffnet sich hier liegt eine erste Problematik, die man sich genau ansehen sollte: 
Keiner der Hersteller dieser Tools hat eine eigene KI entwickelt. Alle haben auf ihre Weise 
Prompts entwickelt, um die Ausgaben bestehender LLMs in eine Richtung zu lenken, die sie 
für vorteilhaft halten, und binden das in ihre Oberfläche ein. Hinter ATLAS.ti steht bspw. 
ChatGPT. Das Tool adressiert ChatGPT über eine Schnittstelle, die Antwort kommt zurück 
und wird in ATLAS.ti aufbereitet. Nur die Prompts bekommen wir nicht zu sehen. Das ist 
schade, denn gängige Empfehlungen zur Zitation (bspw. Harvard) empfehlen: Wenn du KI 
einsetzt, gib auch die Prompts (und genutzten Modelle) an, damit nachvollziehbar wird, wie 
eine Ausgabe entstanden ist. Über solche Tools kann ich das in der Regel nicht, weil die 
Prompts ein Geschäftsgeheimnis sind. Ihre Entwicklung ist aufwendig, und genau das 
differenziert die Anbieter im Moment untereinander. 

Bei MAXQDA ist es ähnlich. Auch da wissen wir, dass im Hintergrund Gemini oder Claude 
auf Servern in Europa arbeitet. Das klingt erst einmal solide. Aber was wir nicht mitgeteilt 
bekommen, sind die exakten Modellnamen (oder Modellkombinationen) und genutzten 
Prompts. Und das ist nicht bloß eine technische Feinheit, denn und das werde ich später 
noch genauer beleuchten, in den Prompts stecken methodische Vorentscheidungen. Was 
aus dem Material zur Darstellung herangezogen wird, wie codiert wird, was als Thema gilt, 
wieviel zitiert wird und vieles mehr. Für die wissenschaftliche Nachvollziehbarkeit und 
Verwertung ist das eine große Herausforderung, da ich mich mehr oder weniger 
vertrauensvoll der entwickelten (aber nicht transparenten) Logik und Perspektive der 
jeweiligen Entwickler anheimgeben muss und wenig Einfluss auf eine bewusste (Mit-
)Gestaltung habe. 

Ich nenne hier ein paar Tools, die im deutschsprachigen Raum bekannt sind. noScribe ist 
kostenfrei und für die Transkription gedacht; es setzt auf Whisper von OpenAI auf und 
steuert es als lokale Oberfläche auf Ihrem Rechner an. Je nach Hardware dauert das eine 
Weile. f4 läuft noch nicht lokal, sondern auf einem Server in Deutschland. Des Weiteren 
sind die Tools von MAXQDA, ATLAS.ti, NVivo, QInsights KarlAI und OpenCoder zu 
nennen. Wir können also festhalten, dass in nahezu allen technischen Lösungen, die 
qualitativ Forschende verwenden, KI-Funktionen in der ein oder anderen Art und Weise 
eingebunden sind. 

Ich gehe nun auf zwei Fragen ein, die gerade im Chat aufgekommen sind. Steckt in 

MAXQDA schon, dass mehrere LLMs gegeneinander prüfen?  

Ob das so eingebaut ist, kann ich nicht sagen, das wird nicht kommuniziert. Aber genau das 
ist Bestandteil unseres methodisierten Vorschlags des hybriden Interpretierens (Krähnke, 
Dresing und Pehl 2025). Wir beziehen bewusst verschiedene LLMs ein, und nicht nur, um 
über den Abgleich Halluzinationen abzufangen. Halluzinationen akzeptieren wir sogar und 
wollen sie produktiv nutzen. Die Idee, mehrere Modelle einzubeziehen, steckt auch in 
einem zweiten Artikel, der noch im Peer-Review ist. Den Hintergrund liefert eine qualitative 



Evaluation, die wir vor 20 Jahren publiziert haben. Ich war Teil des Teams, wir haben den 
Prozess dokumentiert und mit der Stoppuhr gemessen. Rund 100 Arbeitsstunden für diese 
Materialmenge. Ich wollte das eins zu eins mit KI nachbauen. Schließlich habe ich daraus 
via vibecoding eine Software entwickelt, in die genau das implementiert wurde: kritische 
Prüfschleifen zwischen verschiedenen LLMs. Ein Modell produziert etwas, ein zweites 
Modell erstellt ein Prüfprotokoll, das erste überarbeitet wieder und so weiter. Jeweils für 
jeden der Arbeitsschritte. Die Strategie der gegenseitigen Prüfung verschiedener LLM 
erscheint mir vielfältig positiv nutzbar. 

Werden bei alldem Daten übertragen?  

Das ist eine wirklich entscheidende Frage. Für die Transkription ist eine Übertragung nicht 
immer nötig, mit noScribe können wir lokal bleiben. Sobald es aber um anspruchsvolle 
Fragen an größere Datenmengen geht, und größere Datenmengen beginnen schon bei zehn 
DIN-A4-Seiten, kommen wir um eine Übertragung im Moment meist nicht herum. Ein LLM 
ist so ressourcenhungrig, dass die meisten keinen Rechner besitzen, auf dem ein Modell 
lokal liefe, das Inhalte umfassend und produktiv verwertbar bearbeiten kann. Werden 
Daten übertragen, eignet sich das nur für bestimmte Datenarten, weil ich es mit DSGVO-
relevanten Daten in der Regel nicht tun darf. Welche Wege es trotzdem gibt und worauf 
rechtlich zu achten ist, behandle ich im Datenschutz-Teil später genauer. Davor steht aber 
die inhaltliche Ebene, und das wird der nächste, längere Block: die methodischen 
Herausforderungen. 

 

4 Zwei Demonstrationen: lokal mit LM Studio und mit MAXQDA 

Tailwind 

Jetzt soll es plastisch werden. Sie sollen sehen, was und wie schnell es möglich ist, und ich 
nehme dafür die beiden Zugänge auf, über die ich gesprochen habe. Der erste war: 
Menschen nutzen Large Language Models (LLM) über eine Chat-Oberfläche. Das ist nicht 
hypothetisch. Ich habe mit der Evaluationsstelle einer anderen Hochschule gesprochen, 
zunächst über automatische Transkription. Dann habe ich gefragt, wie sie eigentlich die 
Auswertung machen. Die Antwort: “Mit GPT. Ich lade das hoch, lasse es auswerten, und die 
Dozierenden bekommen das zurück. Anders können wir das gar nicht, die Stelle ist vakant, 
erledigt werden muss es trotzdem.” Vielleicht ein Einzelfall. 

Ich will Ihnen aber nicht einfach ChatGPT zeigen, das kennen sie vermutlich alle, sondern 
ein bisschen Empowerment betreiben. Ich zeige Ihnen, wie ich das lokal auf meinem 
Rechner mache, ohne besondere technische Kenntnisse, und zwar mit der Software LM 
Studio. Die ist kostenfrei, für Windows, Mac und Linux. LM Studio ist die Hülle, das Chat-
Interface. Was noch fehlt, ist ein LLM. Davon gibt es eine ganze Menge, auch kostenfrei, 
mittlerweile über zwei Millionen. Die größte Plattform dafür ist Hugging Face. Aber welches 
Modell nehme ich von den vielen? 

Eine grobe Daumenregel. Dazu zwei Hilfen, zuerst das Verständnis. Je größer ein LLM ist, 
desto kompetenter agiert es, zumindest potenziell. Die Größe wird in Milliarden Parametern 



angegeben. Wie groß die ganz großen Modelle genau sind, ChatGPT, Gemini, Claude, 
verraten OpenAI, Anthropic und Google nicht. Sicher ist nur die Größenordnung: Viele 
hunderte (eher über tausend) von Milliarden Parametern. Die passen auf keinen Notebook-
Rechner. Denn die Menge der Parameter hängt grob mit dem Arbeitsspeicher zusammen, 
den der Rechner haben muss. Als grobe Daumenregel, abhängig von der sogenannten 
Quantisierung: bei 16 Bit etwa zwei Gigabyte, bei 8 Bit etwa ein Gigabyte, bei 4 Bit etwa ein 
halbes Gigabyte pro Milliarde Parameter, dazu noch etwas für den Kontext, den das Modell 
verarbeiten muss, also die Textinhalte, die wir mitgeben.  

Was steht uns typischerweise zur Verfügung? Bei den günstigen Notebooks in der Regel 
acht Gigabyte. Acht statt hunderter. Da muss man realistisch sein. Mit acht Gigabyte lässt 
sich spielen, aber kaum ernsthaft arbeiten. Wer trotzdem spielen will, dem nenne ich ein 
Modell von Google. Deren kleine Modelle sind für ihre Größe ziemlich gut: Gemma 4 E4B. 
Damit versorgt können sie in LM Studio komplett lokal, ohne Cloud, und ohne dass Ihre 
Interviewdaten je den Rechner verlassen arbeiten. Ich zeige es: So sieht das aus, ein 
typisches Chatfenster, ein Modell ist geladen. Ich fange neu an: “Was ist qualitative 
Forschung?” Diese Frage wird nur lokal beantwortet, und Sie sehen, das Tempo ist 
akzeptabel. Ich habe einen Mac, und die sind beim Tempo derzeit mit Abstand am besten, 
wenn man mit LLMs arbeitet.  

Wer wirklich brauchbare Antworten für qualitative Analyseschritte erhalten möchte, kommt 
allerdings nicht um deutlich mehr Arbeitsspeicher herum. Ich empfinde selbst einen 
aktuellen Mac Mini mit 32 Gigabyte (rund 1200 Euro) also die absolute Untergrenze (für 
hybrides Interpretieren nutzbar). 64, 96 oder 128GB sind die Umfänge, ab denen es anfängt 
produktiv zu werden, auch wenn der Qualitätsunterschied zu den großen online Modellen 
spürbar ist.  

Zehn echte Interviews, lokal analysiert. Ein Beispiel, das ich vorbereitet habe. Ich habe 
einen langen Prompt entwickelt: Das Modell soll als qualitativer Evaluationsexperte agieren 
und bei der Auswertung von Interviewtranskripten helfen. In diesem Prompt steckt das 
Interviewmaterial, zehn Transkripte von zehn Face-to-Face-Interviews, geführt und 
transkribiert im Rahmen der Lehrveranstaltungsevaluation. Es ist das Material für unser 
Buch “Qualitative Evaluation” (Kuckartz, Dresing, Rädiker und Stefer 2008).  

Das Modell arbeitet induktiv heraus: Hier geht es offenbar um Wochenablauf und 
Lernstrategien im Zeitverlauf. Es bringt Zitate und eine optisch korrekte Zitationsangabe, B1, 
Absatz zwei. Da könnte ich selbst hingehen und prüfen: Stimmt das? Ist das angemessen? 
Ich bekomme eine vollständig induktive Auswertung der Themen. Und dann kann ich das 
Modell weiter nachfragen: Was wären die Implikationen für die Lehrperson und künftige 
Veranstaltungen?  

Das alles können Menschen heute nutzen und die Erstsicht der Ausgaben lässt einen 
Staunen, wenn man an die typische Arbeitszeit denkt, die damit üblicherweise sonst 
verbunden ist. Der Teufel liegt im Detail, das arbeiten wir gleich genau aus. 

Zweites Beispiel: KI-unterstützte Analyse mit MAXQDA Tailwind. Mit MAXQDA Tailwind 
gibt es ein zweites Produkt von Verbi, das nicht in der MAXQDA Programmoberfläche steckt, 



sondern eine Website ist. Diese Website ist, etwas überspitzt, die Möglichkeit einer 
teilautomatisierten qualitativen Inhaltsanalyse. Arbeitsschritte, die in der qualitativen 
Inhaltsanalyse zentral sind, kann ich hier durchführen lassen. 

Ich habe vier Tabs vorbereitet. Sie sehen als erstes die Einzelfallansicht. Fünf Interviews 
habe ich hochgeladen, synthetisches Material. Beim Hochladen wird der erste Schritt 
automatisch gemacht. Es werden Fallzusammenfassungen erzeugt. Klicke ich darauf, 
öffnet sie sich. Und das ist nicht einfach nur Text wie bei ChatGPT, sondern ich habe hier in 
Grün Quellenangaben dabei, die sich auf das Originaltranskript beziehen. Klicke ich auf 
eine, öffnet sich unten der zugehörige Text und springt an die Stelle. So kann ich jede 
Aussage am Originalmaterial prüfen: Würde ich das auch so formulieren? Ist das stimmig? 
Ich kann sogar verschiedene Perspektiven wählen, unter denen zusammengefasst wird. 

Der Kern der Inhaltsanalyse sind aber nicht die Fallzusammenfassungen, sondern die 
Themen. Deswegen wechsle ich in die Themenfunktion. Das Fenster ist normalerweise leer, 
es gibt diesen lila Button “Finde Topics”. Da klicke ich drauf, und Sie sehen selbst, wie 
lange das dauert. So, fertig. Es hat Themen aus dem Material herausgearbeitet und 
beschreibt diese nicht generisch, sondern materialbezogen: “Lernstrategien und 
Verhalten”, “Nutzung und Bewertung der Lehrveranstaltung”, “Rolle von Arbeitsgruppen 
und Tutorien”, “Einstellung zum Fach Statistik”. In den Lernstrategien steht z.B.: “sowie die 
Entscheidung für oder gegen das Lesen zusätzlicher Literatur (Bortz oder Reader)”. Bortz ist 
der Nachname eines Menschen, Jürgen Bortz, Autor des Statistik-Standardwerks, das wir 
damals verwendet haben (Bortz und Schuster 2010). Irgendwo im Interview ging es um 
Bortz, und das Modell hat im Hintergrund erkannt, dass das die zusätzliche Literatur ist. 
Insofern ist die Beschreibung materialbezogen. Was kann ich jetzt tun? Ich kann Häkchen 
setzen, dann wird die deskriptive Zusammenfassung für das jeweilige Thema erzeugt. Das 
habe ich vorbereitet, hier die Box “Lernverhalten und Strategien” mit der Beschreibung. Die 
könnte ich variieren, wenn sie mir nicht gefällt. Darunter wird das Thema ausgearbeitet, 
immer mit Quellenlinks, hier B04. Klicke ich drauf, öffnet sich die Stelle im Interview, auf 
die sich die Aussage bezieht. Und sie ist plausibel formuliert, wie wir das von LLMs kennen: 
“Entwicklung des Lernverhaltens im Semesterverlauf: Wiederkehrendes Muster ist die 
Veränderung im Laufe des Semesters, anfänglich sehr strukturiert …” Das kann ich 
durchlesen, und ich habe so Informationen aus qualitativer Perspektive zu meinen 
Interviewdaten. 

Am Ende muss ja bestimmte Fragen in meinem Ergebnisbericht beantworten und auch 
dabei hilft Tailwind. Dazu wähle ich meine Texte aus und geben meine Forschungsfrage ein. 
Und jetzt stelle ich mal bewusst eine schlechte, einfache Frage. Dann unterstützt mich das 
Tool mit dem Button “Alternative Fragen vorschlagen”. Ich kann in meinem Fall zwischen 
drei Facetten wählen: konkrete Verbesserungsvorschläge, vergleichende Analyse oder 
Implikationen für die Lehrgestaltung. Implikationen für die Lehrgestaltung, das klingt doch 
gut. Fahre ich mit der Maus drüber, ändert sich die Frage: “Welche Aspekte der Statistik-
Lehrveranstaltung werden von den Studierenden als besonders verbesserungswürdig 
wahrgenommen, und welche Implikationen ergeben sich daraus für die Gestaltung 
zukünftiger Lehrangebote?” Ich habe vorher nie gesagt, dass es Statistik war. Das System 
hat das aus dem Material identifiziert. Die nehme ich und lasse den Report erstellen. 



Der Report dauert ein paar Minuten, deshalb nehme ich einen, der schon da ist, damit Sie 
einen Eindruck bekommen. Da haben wir einen Report mit einem Abstract, das die 
Forschungsfrage beantwortet, mit einer Strukturierung, so, wie die Entwickler sich das 
vorstellen. Den kann ich exportieren. 

Und schließlich Typenbildung per Chat. Letzter Punkt, bevor wir uns mit den 
Herausforderungen auseinandersetzen. In der Inhaltsanalyse gibt es die Idee, nicht nur 
deskriptiv-zusammenfassend zu arbeiten, sondern je nach Fragestellung darauf aufbauend 
eine qualitative Typenbildung zu entwickeln. Dafür kann ich die Chat-Funktion nutzen. Der 
Chat ist nicht spezifisch für Typenbildung da, sondern dafür, dass ich jede beliebige Frage 
stelle. In meinem Fall jetzt also: “Mach eine qualitative Typenbildung und erkläre zu jedem 
Typus, wie ich besser auf ihn eingehen könnte.” Dann wird bspw. “der strukturierte 
Pragmatiker” als Typus vorgeschlagen, mit Beschreibung, charakteristischen Merkmalen 
und dem Hinweis, wie man auf ihn besser eingehen könnte. 

Kurz Luft holen. Das ist als Funktion alles schon da, und zwar in noch vielgestaltigerer Form, 
als wir das jetzt gesehen haben. Jede Person kann das nutzen, zu vergleichsweise geringen 
Kosten im niedrigen zweistelligen Euro-Bereich pro Monat. Und das Äquivalent an 
Arbeitszeit, das manuell auszuwerten, sind Wochen, eher mehr. Sie alle, die qualitative 
Forschungserfahrung haben, wissen das. Damit haben wir ein erhebliches Spannungsfeld 
für Menschen, die ohnehin unter Druck stehen: eine Bewertung zu einem bestimmten 
Zeitpunkt abzugeben, der berufliche Weg hängt daran, ob die Publikation kommt oder nicht. 
Wir reden nicht von einem Zeitvorteil von zehn Prozent, sondern augenscheinlich 
wesentlich mehr, wenn wir diese Funktionen so nutzen und die Ausgaben übernehmen. 

 

5 Warum das methodisch problematisch wird 

Nun möchte ich damit beginnen, auf die vielfältigen Herausforderungen einzugehen, die 
ich auffällig und diskussionswürdig finde. Ich starte damit, ihnen drei davon an einer sehr 
kurzen Textsequenz deutlich werden zu lassen, und zwar eines Transkriptausschnittes mit 
nur einer Frage und einer Antwort. 

Prüfaufwand: Die Frage lautet: “Wie lange sind Sie schon genau bei move35 hier in 
Marburg dabei?” Und die befragte Person antwortet: “Das erste Treffen hat im September 
stattgefunden, das war 2023, und seit diesem Punkt sind Sie auch ganz aktiv.”. Letzte 
Woche habe ich Gemini, einem der großen Modelle, genau diese Sequenz gegeben mit der 
Bitte, sie zusammenzufassen. Die Zusammenfassung lautet: “Die Befragte erklärt, seit der 
initialen Zusammenkunft im September 2023 ununterbrochen und mit hohem Einsatz tätig 
zu sein.” Klingt ok, oder? Oder nicht? Ich finde, es ist völlig unsinnig, und ich erkläre Ihnen, 
warum: Die befragte Person sagt überhaupt nichts darüber, wie sie selbst arbeitet und seit 
wann sie dabei ist. Sie hat die Frage gar nicht beantwortet. Sie sagt “sind sie”, nicht “bin 
ich”. Aus dieser Aussage lässt sich nicht herausziehen, dass die Befragte ununterbrochen 
und mit hohem Einsatz tätig ist. Wo kommt der hohe Einsatz her? “Ganz aktiv” gleich 
“hoher Einsatz”, aber von wem? Dem Wortlaut nach jedenfalls nicht sie selbst, sonst hätte 
sie vermutlich „ich“ oder „wir“ gesagt. 



Damit sind wir mittendrin im Qualitativen. Textdaten haben oft keine Eindeutigkeit, anders 
als zwei plus zwei ist vier. Sprache ist indexikal, ihre Bedeutung hängt vom Kontext ab. Das 
“sie” ist genau so ein Fall von Deixis, die Bedeutung verschiebt sich mit der Situation, auf 
die der Satz verweist. Welche Lesart Gültigkeit besitzt, welche ich noch heranziehen 
müsste, welche Auffälligkeiten es gibt: All das geht unter, wenn das Large Language Model 
(LLM) mir seine Zusammenfassung präsentiert. 

Manchmal stimmt eine Zusammenfassung natürlich. Aber manchmal eben nicht, und zu 
hundert Prozent stimmt sie in keinem unserer Tests bisher. Selbst bei hohen Passraten gilt: 
Der Teufel steckt im Detail. Wer die Ausgabe eines Modells als Substanz benutzen will, als 
etwas, das man für bare Münze nimmt, kommt nicht darum herum, jede Aussage zu prüfen. 
Tue ich das nicht, ist es nicht als Ergebnis nutzbar. Und wenn wir wissen, dass Modelle 
halluzinieren, also Inhalte erfinden, die im Material nicht stehen, oder „falsch“ verstehen, 
dann können wir dem nicht vertrauen. 

Dieser Prüfaufwand wurde für mich immer bewusster. Ich meine er ist unterdefiniert. In 
vielen Veröffentlichungen heißt es “human in the loop”, der Mensch müsse die Ausgaben 
von LLMs stets prüfen. Aber was das konkret bedeutet, bleibt unbestimmt. Ich musste für 
einen Artikel über automatisierte LLM-Analysen jede Aussage prüfen, Hunderte von Zitaten. 
Das ist ein Arbeitsaufwand, der mühsam ist und viel Zeit braucht. Und ich muss nicht nur 
prüfen, was dasteht, sondern auch, und jetzt wird es besonders aufwändig, auch das was 
nicht dasteht: Was aus dem Material ist nicht in die Zusammenfassung eingeflossen, und 
ist das legitim? Und das ist erst die Funktion der Zusammenfassung. Halten wir fest: ein 
erheblicher Prüfaufwand ist stets zu leisten und wenn dieser ernst genommen wird, steht 
dies werde in einem zeitlichen Verhältnis zur Automatisierungsdurchführung, noch fühlt es 
sich gut an, für den der es tun (muss). 

Varianz: Selbe Textstelle, anderes Thema: “Identifiziere die Themen.” Die erste Anfrage 
liefert “Zugehörigkeit und Kontinuität” sowie “Aktivitätsgrad”. Beides würde ich als 
Diskussionsbasis akzeptieren, das finde ich im Material. Dreißig Sekunden später, selbes 
Modell, selber Text, selbe Anfrage, neues Chatfenster, andere Antwort: “Historischer 
Kontext” und “Engagement”. 2023 als historischen Kontext, da würde ich eine andere 
Begrifflichkeit wählen, und Engagement liegt auf einer anderen Ebene als Aktivität. Das LLM 
hat nicht immer dieselbe Antwort auf dieselbe Frage zum selben Material. Bei uns 
Menschen ist das auch so. Aber das Gemeine ist: Stelle ich nur eine Anfrage, ist mir diese 
Variationsbreite gar nicht offensichtlich. Mache ich keine zweite Anfrage, sage ich: Das LLM 
sagt, das sind die Themen, lädt dies mitunter zur Übernahme ein (wie im übrigen auch 
einige Studien nahelegen, auf die ich später eingehe).. 

Der finale Charakter: Ich habe die beiden Folgeabsätze desselben Interviews genommen. 
Die interviewende Person fragt: “Wie würden Sie Ihre Arbeit umschreiben?” Und die 
Befragte sagt: “Meine Arbeit ist eigentlich die Koordination dieses ganzen Treffens und der 
Versuch, es voranzubringen.” Ich bitte das Modell zu interpretieren, das ist ja oft das 
Herzstück qualitativer Forschung. Die Interpretation lautet: “… Die Aussage ‘Versuch, es 
voranzubringen’ zeigt, sie versteht sich als Motor der Initiative, deren Fortkommen aktive 
Überzeugungs- und Strukturarbeit verlangt.” 



Das finde ich problematisch, aus mehreren Gründen. Inhaltlich sehe ich das überhaupt 
nicht. Wo steht, dass aktive Überzeugungsarbeit verlangt wird? Koordination okay, 
Strukturarbeit vielleicht, aber Überzeugungsarbeit? Ich könnte an dieselbe Stelle eine 
konträre Interpretation hängen: Sie würde gern koordinieren, kann aber nicht, weil die 
Leute gar nicht zu den Treffen kommen, sie muss den ganzen Haufen erst voranbringen. 
Dann steckt da überhaupt kein “Motor der Initiative” drin. Die Ausgabe eines LLM hat etwas 
von finalem Charakter. Es wird keine Ambiguität deutlich, kein “Ich bin mir nicht sicher, es 
könnte so oder so sein”. Wir bekommen eine Aussage ohne alternative Lesarten. Und 
genau ein solcher Abwägungsprozess macht häufig qualitative Forschung aus: dass wir uns 
durch unterschiedliche Perspektiven, durch begründete Ablehnung und Annahme 
materialbasierter Argumente für eine Deutung entscheiden. Dadurch wird unsere 
Entscheidung nachvollziehbar und diskutierbar. 

Damit habe ich versucht, mit einem kleinen Textbeispiel plastisch zu machen, was erste 
Herausforderungen sein können, wenn wir Fragestellungen an ein LLM auslagern und uns 
mit den Ausgaben auseinandersetzen. Es macht hoffentlich auch deutlich, dass es wirklich 
schwer sein dürfte eine Aussage darüber zu treffen, ob ein LLM qualitative Fragestellungen 
denn nun richtig und fehlerfrei übernehmen kann. Zu überprüfen, ob eine Ausgabe für das 
spezifische Material und die spezifische Zielsetzung gut ist, scheint mir stets individuell 
austariert werden zu müssen. Die manuelle Auseinandersetzung mit den Originaldaten und 
den LLM-Ausgaben kann leicht Zeitaufwände in der Größenordnung einer manuellen 
Analyse bedeutet, wenn man es ernst meint und sorgfältig arbeitet.  

Und was wäre, wenn wir glauben, das nicht tun zu müssen? Wenn wir der Auffassung 
wären, die Ergebnisse seien richtig oder angemessen und genau genug? Dann lagern wir 
die Verantwortung für ein datenangemessenes Analyseergebnis an ein LLM aus, mit allen 
weiteren Implikationen, die das unweigerlich mit sich bringt. 

Heben wir das nun auf die Metaebene und sammeln weitere Herausforderung. Einiges 
haben wir betrachtet: Bias, also eine perspektivische Verzerrung der Ausgabe; 
Halluzination, also frei Erfundenes oder „confabuliertes“; und die Variabilität der Ausgaben. 
Welche Herausforderungen lassen sich noch benennen?  

Wer selbst im Chatfenster arbeitet, muss prompten. Einen guten Prompt zu bauen ist 
schwer, und es bleibt das Gefühl, es könnte besser gehen, eine asymptotische Annäherung 
(sofern wir es keine Idealtypische Lösung im Sinne von Eindeutigkeit gibt). Wer mit dem 
Prompten nichts zu tun haben will, muss stattdessen ein Tool aussuchen, und zumindest 
für sich begründen, warum Tool oder Funktion A statt B oder C? Und natürlich sollte dies 
auch getestet werden, ob die Tools oder Prompts auch zu den eigenen Daten passt. 

Dann der Aufwand kritischer Prüfung, der derzeit unterschätzt wird. Es heißt weithin lapidar, 
Datenvertrautheit werde vorausgesetzt. Aber um diese zu erlangen, muss ich mich 
umfassend mit diesen auseinandersetzen und nicht einmal querlesen.   

Dann das Problem der Nachvollziehbarkeit und Zitation. Ich kann nicht transparent 
machen, wie die Antwort in den Tools wie MAXQDA Tailwind, Atlas.ti oder anderen 
zustande kommen. Schreiben könnten wir nur: Das Tool hat dieses Ergebnis ausgegeben. 



Mit welchem Prompt, mit welchen Modellfamilien und in welchen Variationen, das wissen 
wir nicht. 

Und das birgt ein zweites Problem: Prompts transportieren methodische Entscheidungen. 
Sie geben dem LLM vor, wie lang hat eine Fallzusammenfassung zu sein soll, welche 
Elemente einbezogen werden, wie die Beschreibung eines Themas dargestellt werden soll 
und vieles weiteres mehr. Das sind nicht alles stilistische Entscheidungen, sondern sie 
können Auswirkungen auf die Wahrnehmung der Daten haben, wenn bspw. keine 
Ambivalenz enthalten ist oder seltene Perspektiven nicht auftauchen. Die entwickelten 
Prompts werden in den Tools nicht offengelegt und scheinen meines Wissens auch nicht 
wissenschaftlich begründet oder nachvollziehbar validiert zu sein. Wir wissen nicht ob 
bestimmte Darstellungsformen bewusst gewählt sind und für welche Daten oder 
Fragestellungen sie besser oder schlechter funktionieren und ob überhaupt. Es fehlen 
spezifische Vergleichsstudien zwischen manueller und automatisierter Analyse mit genau 
diesen Tools. Das heißt: Wir verwenden Tools, in denen die Herstellenden über ihre 
Prompts eine Analyseperspektive vorgeben, die wir übernehmen, ohne sie reflektieren zu 
können und weitgehend nicht beeinflussen können. Und das widerstrebt eigentlich einem 
grundlegenden Prinzip qualitativer Forschung, die via Methodenliteratur dazu anleitend und 
auffordert, eine bewusste Methodenbrille zu wählen, zu verstehen, zu begründen und zu 
reflektieren. Dieser Möglichkeit sind wir dann zunächst beraubt und ein zentrales Prinzip 
qualitativer Forschung lässt sich so nicht einhalten. 

Dann fehlt die Methodenintegration. Sind das jetzt Funktionen im Stil der Grounded Theory 
oder Inhaltsanalyse (und wenn ja, welcher Variante und welcher Schritte)?  

Des Weiteren müssen wir uns, wenn wir LLM für unsere Forschung einsetzen wollen, um 
eine angemessene Argumentation bemühen, die den Einsatz begründet. Warum genau 
bietet es sich an mit LLM zu arbeiten? Wenn die zentrale Idee, die des Zeitvorteils ist, sollte 
beachtet werden, dass Effizienz zumindest für Qualifikationsarbeiten zumindest bisher 
kein methodisches Argument war. In anderen beruflichen Kontexten mag das legitim sein, 
wenn bspw. eine Evaluation im Unternehmen mit nur maximal dreißig Minuten Arbeitszeit 
durchgeführt werden kann, bis das Ergebnis vorliegt. Nach typischen wissenschaftlichen 
Standards geht das allerdings nicht. 

Und wenn wir LLM einsetzen, was genau ist dann unsere Eigenleistung, unsere zentrale 
Forschungsleistung? Ist es die Frage, die ich stelle (oder wurde die auch durch LLM 
reformuliert) - denn die Auseinandersetzung mit den Daten ist es ja bei Nutzung von LLM 
vermutlich deutlich weniger. Vielleicht müssen wir auch künftig andere Leistungen 
bewerten, wie das Finden des passenden Themas oder die mündliche Darstellung der 
Ergebnisse, während die Auswertung das LLM macht.  

Wie kann ich deutlich sichtbar machen, wo ich als forschende Person die Agency 
übernommen habe? Was genau waren meine Entscheidungen, meine kreativen 
Analyseleistungen.  

Tja und ist das alles überhaupt erlaubt? Da gibt es unterschiedliche Perspektiven darauf 
und auch erste Gerichtsentscheidungen. Beispielsweise hat das Verwaltungsgericht 



Hamburg in einem Eilbeschluss vom 15. Dezember 2025 (Az. 2 E 8786/25) festgehalten: 
Der Einsatz von KI darf auch dann als Täuschung gewertet werden, wenn in der 
Prüfungsordnung kein Verbot steht. Tragend war unter anderem der konkrete Hinweis, die 
Schülerinnen und Schüler sollten “ihre eigenen Worte” benutzen. Zwar ist dies Beispiel 
eines, dass sich nicht 1 zu 1 auf die Hochschule übertragen lässt, aber wir kennen 
durchaus die Anforderungen uns in den Arbeiten deutlich in Bezug auf die verwendeten 
Unterstützungsmittel und die Angabe der Eigenleistung transparent zu positionieren. 

Und quer dazu steht die intensive Debatte zu ökologischen, ökonomischen, ethischen und 
rechtlichen Fragen des Einsatzes von LLM, wie sie bspw. auch über die mailingliste qsf_l 
geführt wurde. 

Für alle diese Fragen sehe ich bisher keine deutlichen und orientierungsfähigen Vorgaben 
oder Grundsatzentscheidungen. Eine übergeordnete Instanz, die für alle Hochschulen und 
Einsatzgebiete eine Richtschnur entwickelt hätte, scheint es nicht zu geben. Wir bewegen 
uns daher in einem weitgehend undefinierten Feld, in dem die technischen Lösungen in viel 
größerer Geschwindigkeit Vorgaben und Möglichkeiten erzeugen, ohne empirisch und in 
gemeinsamer Diskussion als wissenschaftlich angemessene Tools bestimmt worden zu 
sein. Und nein, so etwas wurde früher nicht gemacht. Manche Tools waren eben einfach da 
und wurden auch ohne Abstimmungsprozesse weitgehend akzeptiert, wie bspw. ein 
Textverarbeitungsprogramm. Auch diese hat wissenschaftliches Arbeiten beeinflusst, wie 
jedes Werkzeug davor auch schon (ich erinnere an den BMT-Vortrag von Udo Kelle dazu). 
Aber die Wirkmächtigkeit früherer Tools ist eben substanziell schwächer als die, die uns 
durch LLM gerade entgegentritt.  

So erscheint es mir verständlich, dass das Thema KI viele Emotion weckt. Das 
Spannungsfeld zwischen technischen Möglichkeiten, Herausforderungen und 
Selbstverständnis qualitativ Forschender ist intensiv. Es erzeugt nicht nur Freude, sondern 
offen formulierte Abwehrhaltung. 419 qualitativ Forschende aus 32 Ländern haben sich 
zusammengeschlossen, unter den Unterzeichnenden auch Braun und Clarke, und sagen: 
KI in reflexiver qualitativer Forschung müsse abgelehnt werden (Jowsey u. a. 2025). Andere 
Figuren formulieren Repliken dazu und bescheinigen den genutzten Argumenten und 
Studien Fehler. Es gibt keine breite Akzeptanz in der Scientific Community. Die 
Anwendenden hingegen, die unter Zeitdruck stehen, suchen nach Lösungen, die ihnen 
erlauben, mit den zu Verfügung stehenden Ressourcen ihre Arbeit zu „erledigen“. 
Menschen, die eine kurze Abgabefrist haben, Firmen, die nicht genügend Personal für 
Analyseaufgaben aufbringen können, beschleunigten Publikationsfristen wie wir es bspw. 
in den USA sehen. Wir haben es also mit einer sehr uneinheitlichen Akzeptanzlage je nach 
Stakeholder zu tun. 

Das ist jetzt ein bisschen wie Kneippsche Bäder gewesen, ich bedaure. Erst warm, jetzt 
wieder kalt. Wir stehen alle vor der Herausforderung und müssen einen Umgang damit 
finden.  

Bevor ich aufzeigen möchte, welche Ideen es bereits gibt, einen produktiven Pfad, eine 
produktive Verbindung technischer Möglichkeiten bei gleichzeitiger Adressierung einiger 



Herausforderungen aufzuführen, muss ich es leider erst noch ein bisschen schlimmer 
machen. 

6 Was Studien zur KI-Nutzung zeigen (2025/26) 

Ich habe fünf Studien aus dem Bereich Wissenschaft zur Anwendung und Nutzung von KI 
herausgesucht. Die Quellen finden Sie am Ende des Skripts. 

Ich fange mit der ersten an, einer Studie von Microsoft Research gemeinsam mit der 
Carnegie Mellon University (Lee et al. 2025). Wichtig zur Einordnung: Das ist ein Survey, 
also Selbstauskünfte von 319 Wissensarbeitenden, die zusammen 936 konkrete Beispiele 
ihrer KI-Nutzung beschrieben haben. Keine objektive Messung, sondern eine berichtete 
Reduktion kognitiver Anstrengung. Der Befund hat zwei Seiten, und beide zeigen in dieselbe 
Richtung. Wer einem Large Language Model (LLM) stark vertraut, prüft dessen Ausgaben 
weniger kritisch. Wer dagegen sich selbst etwas zutraut, prüft kritischer. In den Domänen, 
in denen Sie fit sind, sagen Sie eher: Moment, das ist falsch, das ist doch halluziniert. Aber 
wo ich wenig Expertise mitbringen, klingen LLM -Ausgaben erst einmal eher plausibel, und 
ich besitze weniger Widerstandskraft aufgrund fehlender Argumente um mich bewusst 
(und kognitiv anstrengender) gegen die Ausgabe zu positionieren.  

Zur zweiten Studie, der MIT-Media-Lab-Studie von Kosmyna et al. (2025), „Your Brain on 
ChatGPT”, allerdings mit nur 54 Teilnehmenden. Drei Gruppen hatte alle dieselbe Aufgabe: 
einen Essay schreiben. Die erste durfte keine technischen Hilfsmittel nutzen, die zweite 
recherchierte mit den normalen Google-Suchergebnissen aus der Zeit vor KI, die dritte 
arbeitete mit ChatGPT. Eine halbe Stunde nach der Abgabe sollten alle von ihrem Text 
erzählen. Die ChatGPT-Gruppe konnte die Inhalte kaum reproduzieren, nicht aus dem 
eigenen Material zitieren, und sie fühlte sich am wenigsten verbunden damit. Zusätzlich hat 
man ein EEG aufgezeichnet. Was die Autorinnen herauslesen, ist, dass in der LLM-Gruppe 
die neuronale Aktivität niedriger war. Die meiste Aktivität wurde bei den Papier-und-
Bleistift-Menschen registriert, und genau diese Gruppe fühlte sich am verbundensten mit 
dem eigenen Text. Die Autorinnen warnen selbst davor, dass gleich als „KI macht dumm” 
zu lesen. Allerdings ergibt sich für mich daraus eine plausible Arbeitshypothese: Wer 
kognitive Arbeit auslagert, zahlt dafür einen Preis. Bspw. ausbleibende Lernprozesse. 
Meine Analogie: Das LLM erleichtert die Arbeit wie der Hausaufzug, der mich nach oben 
bringt. Wer aber immer den Aufzug nimmt und nie die Treppe, baut keine (muskuläre) 
Fähigkeit auf und vielleicht sogar welche ab. 

Ganz neu ist die Wharton-Studie von Shaw und Nave (2026, Preprint). Über 1.000 
Teilnehmende und knapp 10.000 Durchläufe. Sie sollten Denksportaufgaben lösen, bei 
denen die offensichtlichste Lösung falsch war. Sie konnten (aber mussten nicht) dabei KI 
als Unterstützung verwenden. Was sie nicht wussten: Die Forschenden hatten dem KI-
Assistenten heimlich beigebracht, manchmal falsche Lösungshinweise zu geben. Und was 
passierte? Die überwiegende Mehrheit übernahmen den falschen Tipp und fühlten sich der 
Antwort dabei sogar abgesicherter. Bei fehlerhafter KI sank die Genauigkeit, die Konfidenz 
stieg. Die Autoren benennen dieses Phänomen als cognitive surrender, die weitgehende 
Auslagerung analytischer Verantwortung, das freiwillige Aufgeben eigenen Nachdenkens 



und Prüfens. Weil die KI-Qualität gezielt manipuliert wurde, ist das ein echter Ursache-
Wirkungs-Effekt, keine bloße Korrelation. Und mir scheint es, dass je kompetenter die 
Modelle in Zukunft werden, desto unattraktiver und anstrengender könnte es werden, sich 
widerständig gegenüber den Ausgaben von LLM zu verhalten.  

Jetzt könnten wir bei diesen ersten Befunden sagen: Das gilt nur für AnfängerInnen, die 
wenig Erfahrung mit qualitativer Forschung haben. Erfahrene qualitativ Forschende sind 
sicher. Allerdings scheint diese Annahme basierend auf der vierten Studie nicht unbedingt 
angemessen. Hier ging es um erfahrene Endoskopiker, also Darmspiegelung zur 
Krebsvorsorge via Koloskopie. Eine sehr wichtige Aufgabe: Wird Krebs früh erkannt, leben 
betroffene Menschen potenziell länger. Diesen ÄrztInnen hat man KI zur Seite gestellt, die 
Polypen mitfindet, und mit der KI wurde die Erkennungsraten tatsächlich signifikant besser. 
Ein positiver Nachweis, dass KI hier hilft. Aber da blieb die Studie nicht stehen. Man hat 
dieselben Ärzte nach einigen Monaten auch wieder bei den normalen Spiegelungen ohne KI 
beobachtet. Nachdem sie sich an die KI gewöhnt hatten, fanden sie ohne sie deutlich 
weniger: Die Adenom-Erkennungsrate fiel von 28,4 auf 22,4 Prozent (Budzyn et al. 2025, 
Beobachtungsstudie im Lancet). Die Autoren sprechen vorsichtig von einem möglichen 
Deskilling. 

Wenn wir die Herausforderungen und diese Studien zusammennehmen, müssten wir 
eigentlich sofort unterschreiben, dass KI in qualitativer Forschung nie eingesetzt werden 
dürfte. Aber auch hier möchte ich nicht stehen bleiben. Denn es gibt Untersuchungen, die 
aufzeigen, wie nachweislich ein funktionierendes Zusammenwirken gelingen kann. Und 
hier lohnt der genaue Blick, denn Michael Gerlich von der SBS Swiss Business School hat 
2025 zwei Studien vorgelegt, die gern verwechselt werden. Die erste und häufig zitierte „AI-
Tools in Society” sagt sinngemäß: Wer KI ständig nutzt, lagert kognitive Arbeit aus und 
denkt unkritischer (cognitiv offloading). Spannender ist für uns die zweite, „From Offloading 
to Engagement” (Data 10(11):172, 2025), ein Experiment mit 150 Teilnehmenden aus 
Deutschland, der Schweiz und UK, 450 bewertete Antworten, vier Bedingungen, beurteilt 
durch unabhängige externe Fachleute. Hier wurde direkt verglichen: Wer die KI einfach 
drauflos fragt, lagert sein Denken aus und wurde in der Antwortqualität nicht besser. Wer 
dagegen strukturiert vorgeht, steigert die argumentative Tiefe. Was heißt hier strukturiert? 
Die nutzende Person startet mit eigenen Überlegungen, noch ohne Sprachmodell, setzt die 
KI dann gezielt für bestimmte Aufgaben ein, prüft die Ausgaben, und schließt mit einer 
abschließenden Reflexion und Revision. Das alles als ein didaktisch strukturiertes Setting, 
das die Menschen zu diesen Wegmarken auffordert. Es scheint, als ob nicht entscheidet ist, 
dass, sondern wie wir KI nutzen. Darin steckt ein möglicher Lösungspfad, mit dem wir 
zusammen mit KI zu einer Verbesserung kommen, beim Lernen, bei Argumenten, bei der 
Perspektive, statt nur zu sagen „wir benutzen jetzt eben KI”. Genau dieses Wie, strukturiert, 
begründet, methodisch eingebunden, ist der Kern dessen, auf was ich im Folgenden 
eingehen möchte und was vermutlich eine der zentralen Aufgaben in den kommenden 
Jahren sein wird, wenn wir den Einsatz von KI und menschlichem Analyse(lern)prozess 
zusammen denken und fördern wollen. 



7 Methodisierte Nutzungsweisen: vier Vorschläge 

In den letzten zwei Jahren, also erst seit recht kurzer Zeit, finden sich Publikationen, in 
denen sich Menschen darüber Gedanken gemacht haben, wie die Nutzung von Large 
Language Models (LLM) für qualitative Forschung methodisiert werden kann. Strukturiert, 
begründet, eingebunden in bestehende Verfahren qualitativer Textanalyse oder unter völlig 
neuer Verfahrenslogik. Dabei muss uns bewusst sein, dass es sich hier um Vorschläge 
handelt, die bisher weder validiert noch in breiter Akzeptanz oder Anwendung zu finden 
sind. Dafür ist dieses Feld noch zu jung, als das dies seriös und umfangreich möglich wäre. 
Ich gehe einige der bekannten Ansätze durch, zu denen wir mit unserem Team auch zwei 
beigesteuert haben. Ich erläutere den jeweiligen Beitrag und was ich jeweils davon 
mitgenommen habe. 

7.1 Erster Ansatz: die dokumentarische Methode als Prompt (Schäffer und 

Lieder) 

Der erste Vorschlag stammt aus dem Juni 2024, ist also zwei Jahre alt. Das ist in diesem 
Bereich früh und eines der ersten substanziellen Beiträge überhaupt. Burkhard Schäffer 
und Fabio Lieder von der Universität der Bundeswehr München haben sich daran gewagt, KI 
zusammen mit der dokumentarischen Methode zu denken. Ihre Frage war: Wie kann ich 
überhaupt der Strategie der dokumentarischen Methode zusammen mit einem LLM folgen? 
Ihr Ansatz heißt Reconstructive Social Research Prompting, kurz RSRP, zuerst 2024 als 
Preprint, seit November 2025 gedruckt. Der Take-away ihrer Arbeit war für mich, das 
Verständnis, dass ein einfacher Prompt nicht ausreicht, wenn ich ein LLM ernsthaft 
adressieren möchte. Der Prompt muss viele Aspekte beinhalten und wird damit 
unweigerlich sehr umfangreich, durchaus viele DIN-A4-Seiten lang. Und das Material 
kommt noch obendrauf.  

Sie haben dafür eine Metastruktur der Promptgenerierung entwickelt, beschrieben und 
offen publiziert. Das lädt zum Ausprobieren ein. Er besteht aus fünf Teilbereichen. Im 
Research-Prompt-Anteil wird etwas über die eigene Forschungsfrage, die 
Untersuchungsgruppe, Art und Umfang der Datenerhebung und ähnliches geschrieben und 
dem LLM mitgegeben. Der zweite Anteil ist eine grundlegende Sichtweise darüber, wie KI 
und Mensch interagieren, und Annahmen darüber, wie Wissen entsteht. Das hängt von der 
wissenschaftlichen Tradition ab, in der sich die jeweilige Person befindet. Der Basic Theory 
Teil entspricht in etwa einem State-of-the-Art-Bericht Ihrer Arbeit, in dem Sie berichten, 
was die Forschung bisher zu dem Gegenstand herausgefunden hat. Auch das geben sie in 
den Prompt mit hinein. Erst der Object Theory Teil bringt die spezifische qualitative Brille 
mit: Was sind die Grundprinzipien der dokumentarischen Methode? Die Auftrennung wird 
hier besonders vorteilhaft, da ich dieses Prinzip prinzipiell auch für andere Methoden 
ausprobieren könnte. Ich habe das mal statt der dokumentarischen Methode mit den 
Grundprinzipien der rekonstruktiven Analyse (Jan Kruse) ausprobiert. Insofern bietet uns 
das auch die Möglichkeit der Adaption. Im fünften Teil, dem Methodenteil, kommen dann 
die Beschreibung der konkreten Analyseschritte wie bspw. formulierende und 
reflektierende Interpretation. Und ganz am Ende dann das konkrete Material. Und dabei gilt 
die Besonderheit, dass es sich nicht um dutzende Interviews handelt, sondern wie in 



rekonstruktiver Forschung üblich, eher überschaubare Materialmengen von wenigen Seiten. 
Es ist also keine Unterstützung für eine automatisierte Analyse ganzer Datenkorpora. 

Diesen Gesamt-Prompt entwickle ich bspw. in Word, wie eine kleine eigene 
wissenschaftliche Arbeit und kopiere ihn dann zusammen mit dem Datenmaterial in ein 
Chatfenster eines LLM. Die dann erzeugte Ausgabe ist eindeutig viel näher an dem dran, 
was Menschen als Praxis dokumentarischer Methode vermutlich erwarten würden. 

Aus diesem Ansatz haben die beiden ein eigenes Tool entwickelt: Karl AI, hervorgegangen 
aus den früheren Versionen DokuMet QDA. In der aktuellen Fassung werden leider aber die 
nun weiterentwickelten Prompts ebenso nicht mehr offen kommuniziert. 

7.2 Zweiter Ansatz: qualitative Inhaltsanalyse mit LLM (Kuckartz und 

Rädiker) 

Kuckartz und Rädiker haben in der sechsten Auflage ihrer “Qualitativen Inhaltsanalyse” ein 
zehntes Kapitel “Unterstützung durch KI” eingefügt (Kuckartz und Rädiker 2024). Dieses 
Kapitel gibt es einzeln als PDF zum Download. Das könnte man also durchaus im Seminar 
zur Verfügung stellen. 

Sie machen deutlich, dass die Inhaltsanalyse eine anspruchsvolle Aufgabe aus vielen 
Teilschritten ist, die man nur unzureichend mit einem LLM adressieren kann, indem man 
einen Prompt wie “Mache mit diesem Material eine qualitative Inhaltsanalyse” nutzt. Für 
eine Inhaltsanalyse schaue ich mir bspw. den Einzelfall an, erzeuge ein Case Summary, 
führe eine initiierende Textarbeit durch, entwickle deduktiv und induktiv mein 
Hauptkategoriensystem und vieles weitere mehr. Es sind also verschiedene Arbeitsschritte. 

Sie teilen den Prozess der Inhaltsanalyse in dreizehn Schritte auf und geben für jeden einen 
einfachen, beispielhaften Prompt mit. Das hat den Vorteil, dass ich es schnell lese und 
sofort etwas Nachvollziehbares zum Ausprobieren habe. Aber die Prompts sind nicht so 
elaboriert, wie ich es mir gewünscht hätte. Ich hätte mir gewünscht, dass die Prompts 
einen höheren Komplexitätsgrad bekommen, mit Hinweisen zur eigenen 
Gestaltungsunterstützung. Insofern ist es eher ein Strukturvorschlag als etwas, das ich 
genauso eins zu eins übernehmen kann, um erfolgreiche eine qualitative Inhaltsanalyse mit 
LLM umzusetzen. D.h. es gibt bisher keine gesicherte Anleitung, wie eine qualitative 
Inhaltsanalyse mit LLM durchgeführt werden kann. 

Die Einsatzmöglichkeiten lassen sich grob in fünf Bereiche fassen: Datenerkundung, 
Kategorienentwicklung, Codieren, Analyse der codierten Daten, Bericht schreiben. In 
jedem Bereich gibt es Unteraufgaben, etwa eine interaktive Exploration durch gezielte 
Fragen ans Material: Was hat die Person dazu gesagt, und hat sie an anderer Stelle nicht 

etwas ganz anderes behauptet? Oder die Entwicklung induktiver Kategorien. Oder die KI als 
kritischer Dialogpartner bei Codierentscheidungen: Was spricht für das eine, was für das 
andere? 



7.3 Dritter Ansatz: Datenanalyse mittels Fragen statt via Codes (Morgans 

Query-Based Analysis) 

Beim Dritten muss ich das Wort Integration weglassen. Es ist ein neuer methodisierter 
Vorschlag, der ein bekanntes Arbeitsprinzip qualitativer Forschung entfernt: die Codierung. 
David Morgan aus den USA hat im Januar 2025 als Preprint seine Idee vorgestellt, bei der er 
zugespitzt formuliert, darauf hinweist, dass wir keine klassische Codierung mehr brauchen. 
Denn warum haben wir überhaupt codiert? Weil ein strukturiertes Codesystem uns hilft, 
mit der Riesenmenge an Material zurechtzukommen, zu sortieren, zu filtern. Codieren ist 
ein Vehikel, ein Hilfsinstrument. Aber was wollen wir eigentlich mittels des Codierens 
unterstützen? Wir wollen unsere Forschungsfrage mit den Daten beantworten. Und seine 
Idee ist, genau das nun zusammen mit einem LLM zu machen, welches uns dabei hilft 
unsere Fragen ans Material zu stellen und Antworten zu erhalten, für die wir typischerweise 
viel codiert hätten. Es liegt nahe, das LLM hier als eine Art Gedächtniserweiterung zu 
verstehen, dass alle Daten im Zugriff hat, alle Inhalte aus dem Effeff aufsagt und 
Querbezüge herstellt, und wir einfach fragen können. Daher Query-Based Analysis. 

Die Prozessschritte unterteilen sich in drei Bereiche, die ziemlich banal klingen: erst breite 
initiale Anfragen, dann spezifischere Folgefragen, dann das Suchen unterstützender Daten. 
Jeder Bereich hat wiederum Unteraufgaben und interessanter ist, dass Morgan die 
Arbeitsschritte des Menschen alternierend dazwischen einsortiert. Ich als Mensch beginne, 
etabliere den Kontext, formuliere die Fragen, betreibe Prompt-Engineering. Dann startet die 
KI, verarbeitet den Text, identifiziert Muster. Und dann komme ich wieder dran: Ich muss 
die ersten Antworten kritisch bewerten.  

Und dafür sei, heißt es lapidar in einem Klammersatz, Daten-Familiarität nötig. Hinter 
dieser kleinen Klammer steckt meiner Auffassung nach aber mehr Aufwand, als zunächst 
offensichtlich wird. Ernst genommen kann ich sie nur erfüllen, wenn ich meine gesamten 
Daten kenne. Und je mehr Daten, desto länger brauche ich dafür. Das ist nicht linear, das 
ist exponentiell. Wenn ich 200 DIN-A4-Seiten Material habe, erinnere ich mich nicht mehr 
an die erste Seite, wenn ich die zweihundertste gelesen habe. Sie zu kennen ist nach 
meiner Einschätzung nahe an einer vollständigen, manuellen Analyse. Das postuliere ich 
zumindest, basierend auf eigenen Ausarbeitungen im Rahmen eines eingereichten Artikels 
bei der Zeitschrift für Empirische Pädagogik. 

7.4 Vierter Ansatz: das Modell als Sparringspartner (Frieses Conversational 

Analysis with AI) 

Der vierte Ansatz kommt von Susanne Friese, die im deutschsprachigen Raum vermutlich 
eine der am aktivsten und sichtbarsten Personen bzgl. der Thematik qualitative Forschung 
mit KI ist. Viele Beiträge in den Mailinglisten, Webinare, ein eigenes Produkt und 
Publikationen im deutsch- und englischsprachigen Raum tragen ihre Handschrift. Ihr 
entwickelter Ansatz erschien als Preprint im Mai 2025 und als Druckfassung bei Sage im 
Februar 2026. 

Sie nennt ihn Conversational Analysis with AI. Das ist ausdrücklich nicht die 
Konversationsanalyse, gemeint ist das LLM als eine Art Sparringspartner, als KollegIn zu 



nutzen, mit der ich das Material in einer Art iterativen Besprechung gemeinsam auswerte 
und diskutiere. Auch dazu gibt es Prozessvorschläge und ein darauf aufbauendes Tool: 
QInsights. 

 

8 Unsere eigenen Ideen: hybrides Interpretieren und Serendipity-

Prompting 

Jetzt kommen wir zum ersten Ansatz, den wir selbst entwickelt haben: dem hybriden 
Interpretieren. Uns, das sind Uwe Krähnke, Thorsten Pehl und ich. Der Preprint erschien 
Anfang 2025, die Druckfassung erscheint im August 2026. 

Wir wollten einige der Herausforderungen aufgreifen, die wir im zweiten Teil des Vortrags 
schon kennengelernt haben. Ich stelle diese nun noch einmal vor und dabei setze ich den 
Bezug zu einem in qualitativer Forschung etablierten und bekannten Format, der 
Interpretationswerkstatt. So zeichnet sich der Weg hin, zu dem, was unseren Ansatz 
ausmacht. 

Erstens Bias, Halluzination und Varianz. Dies problematisieren wir zurecht, wenn wir über 
LLM diskutieren. Allerdings ist genau das in der realen Werkstatt kein Malus, sondern Teil 
des produktiven Prinzips. Unterschiedlich sozialisierte Menschen aus verschiedenen 
Disziplinen sitzen zusammen und brechen die begrenzte Sicht der einzelnen Person auf. 
Manchmal fällt dort auch etwas, das nicht materialangemessen ist, halluziniert oder 
fabuliert, wo dann aber andere kontern und sagen könnten: Das verstehe ich nicht, erkläre 
mir deine Sichtweise deutlicher. Auch das gehört dazu. Und Varianz haben wir ebenfalls: 
Wenn Sie mich heute fragen, erzähle ich die Sache anders als morgen, aber immer 
materialnah und damit für andere nachvollziehbar. 

In Interpretationswerkstätten wird zudem schnell deutlich, dass eine Textstelle nicht nur 
eine Deutung zulässt, sondern mehrere. In der Werkstatt geschieht das von selbst: Ich lege 
nicht ein fertiges Ergebnis vor, sondern meine Sichtweise, zu der sich die anderen different 
Verhalten können. 

Im Rahmen einer Interpretationswerkstatt liegt die Agency klar bei der forschenden Person. 
Nicht nur wegen der Materialwahl, sondern durch Erstdeutung, Zwischenrunden und 
Synthese.  

Und die Durchführung von Interpretationswerkstätten ist fest in der Methiodenlandschaft 
verankert, vielfach beforscht und tausendfach praktiziert. Sie ist weitgehend 
widerstandsfrei als sinnvolles und manchmal sogar obligatorisches Werkzeug zum 
Erkenntnisgewinn etabliert und erwartet.  

Und gesamte Analyseprozess in so einer Gruppensitzung ist zumindest potentiell 
intersubjektiv nachvollziehbar, da ich das ganze aufzeichnen und transkribieren kann.  
Dann habe ich ein Dokument, welches nachvollziehbar zeigt, wie wir von Hütchen auf 
Stöckchen gekommen sind. Am Ende entscheidet die forschende Person, was sie davon 
auf welche Art und Weise annimmt. 



In dieser Praxis ist es übrigens vollkommen akzeptiert, dass eine erfahrene Person eine 
zündende Idee hat, die ich als materialgebende Person nicht hatte, aber dennoch danach 
übernehme und zentrale Teile in meiner Arbeit aufnehmen. Man könnte fragen, ob das 
dennoch meine eigene Forschungsleistung ist, aber bis heute ist dies common sense. Ob 
man darüber künftig neu reden müsste, steht auf einem anderen Blatt. 

Unser Vorschlag: Nachbildung einer Interpretationswerkstatt aus mindestens drei 

verschiedenen LLMs und der forschenden Person, die in zirkulären Runden mit 

Mensch als steuernder Instanz Material vertieft interpretieren. Wir nehmen bewusst 
nicht ein Modell und auch nicht ein Modell mit verschiedenen Personas, sondern 
mindestens drei substanziell unterschiedliche LLMs. Man könnte einwenden, die hätten 
inzwischen alle dasselbe Lernmaterial. Aber sowohl Lernprozesse, Reinforcement Learning, 
Finetuning und vieles mehr, sodass wir tatsächlich recht unterschiedliche Stile und 
Perspektiven erleben, wenn wir verschiedene Modelle einbeziehen. Und das nicht nur 
bezüglich Fakten, wie dem Tian’anmen-Massaker von 1989, bei dem DeepSeek anders 
antwortet als andere LLM. Unterschiedliche Modelle liefern zumindest potenziell 
unterschiedliche Perspektiven. 

Der Ablauf, grob: Ich suche mein Material selbst aus, so wie für eine reale Werkstatt, und 
das ist stets ein geringer Umfang. Es geht nicht darum, mit 100 Seiten anzukommen und sie 
in einer Stunde auszuwerten. Ich bringe ein, zwei Seiten mit, habe sie vorher 
herumgeschickt, dazu eine Erstposition formuliert.  

Ich gebe das Material zusammen mit einer Erstposition und einem von uns publizierten 
Initialprompt an das ersten LLM. Es ist durch den von uns entwickelten Prompt instruiert, 
sich wie ein Mitglied einer Interpretationswerkstatt zu verhalten, also nicht sofort mit 
Spiegelstrichen und Theoriegebäuden zu antworten, sondern eher: Ich verstehe, was Sie 
meinen, aber könnte man es nicht auch anders sehen? Nach der ersten Antwort des LLM 
sehen wir zwei Wege. Erfahrene können sehr akribisch arbeiten und die erste Antwort 
gleich diskutieren und sich dazu positionieren. Wer weniger Erfahrung hat, etwa 
Studierende, geht ohne Zwischenpositionierung direkt weiter zum zweiten LLM. Dieses 
bekommt ebenso mein Material, meine erste Deutung und natürlich auch die Deutung des 
ersten LLM und kann sich so auf alle Textinhalte beziehen. Dann gehe ich mit dessen 
Antwort zum dritten, das wiederum alles Vorherige erhält und sich auf alle drei Ausgaben 
bezieht.  

Dann ist die erste Runde vorbei und nun bin ich in jedem Fall wieder gefragt. Jetzt sehen 
auch die Unerfahrenen, dass die Modelle gar nicht einer Meinung sind. Ich lese alles durch 
und prüfe, was ich plausibel finde oder unplausibel. Ich muss mich positionieren, und 
schreibe auf, was ich davon halte, was ich verfolgen möchte oder mit welchen gründe ich 
andere Vorschläge ablehne oder ich Frage nach, nach tieferen Erklärungen.  

Die nächste Iterationsrunde beginnt dann, indem ich dem ersten LLM nun die Beiträge des 
zweiten und dritten und meine Zwischenpositionierungen mitgeben, also quasi den 
gesamten bis dahin zusätzlich erzeugten Gesprächsverlauf. Damit hat das erste LLM Zugriff 
auf die vollständige Informationskette und entwickelt basierend darauf weiter. Das ist ein 



zirkulärer Kreis, der nach unserer Erfahrung drei-, viermal durchlaufen wird, bis wir das 
Gefühl haben, dass nichts Neues mehr dazukommt. 

Würden die LLMs allein diskutieren, wären sie sehr viel schneller auf einem Nenner. Der 
Mensch fungiert hier auch als Störfaktor vor zu schneller Pfadschliessung und entscheidet 
in jeder Runde, welcher inhaltliche Pfad verfolgt werden soll, gibt Zusatzinformationen oder 
lehnt bestimmte Richtungen ab. Der Mensch ist also nicht nur Teilnehmender der 
inhaltliche Interpretationsarbeit, sondern Gestalter und Moderator des Verlaufs. Das ist im 
Wesentlichen die Idee des hybriden Interpretierens. 

Eine Teilnehmerin fragt, ob es schon Erfahrungswerte gibt, ob das wirklich der beste Weg ist. 

Ich weiß von zwei Promotionen, die diese Idee aktiv einsetzen und eine überlegt, den 
Schwerpunkt ihrer Arbeit zu verschieben, um genau diesen KI-Mensch-Prozess selbst zu 
beforschen. Und wir wissen auch, dass es sehr viele Downloadzahlen und Resonanz auf 
den Artikel dazu gibt. Aber wir wissen nicht, ob es der „beste“ Weg ist. Dazu ist die Idee 
auch noch zu jung. Aber für uns ist das Ganze methodologisch wie praktisch plausibel, 
gerade in der eigenen Erprobung. Der Ursprung war im Sommer 2024. Ich war für eine 
andere Sache mit der Ausgabe eines Modells unzufrieden und habe zum ersten Mal die 
Antwort plus meine Frage einem anderen Modell gegeben. Die Reaktion war nicht “stimmt, 
mache ich genauso”, sondern: Da sind vier Dinge vergessen worden. Hätte ich das erste 
Modell allein gefragt, wären diese vier Dinge nicht gekommen. Produktiv war es, weil mehr 
Gegenwehr und Alternativen kamen.  

Bildet das idealtypisch nach, was Menschen in einer realen Werkstatt erleben? Nein. Dort 
ist der Stil der Kommunikation oft anders. Es gibt auch Ein-Wort-Rückmeldungen, mal 
einen Halbsatz, ein Stirnrunzeln, Nonverbales. Das können wir nicht abbilden. Der Vorteil 
liegt woanders: Für viele Menschen könnte es ein erster Zugang sein, die 
Unterschiedlichkeit von Deutungen wahrzunehmen und damit zu arbeiten. Nicht alle 
haben leicht Zugang zu einer Interpretationswerkstatt. Aber unsere Idee lässt sich sowohl 
mit jeder Studierendengruppe als auf Einzelperson von nahezu jedem Internetfähigen Gerät 
umsetzen. Es braucht schlicht nichts anderes als Zugang zu LLMs und eine 
Textverarbeitungssoftware. 

Manche fragen: Das spart doch keine Zeit, wenn man mit drei Modellen ständig Texte hin 
und her kopiert. Stimmt, der Aufwand ähnelt einer realen Werkstatt, und Zeiteinsparung ist 
auch nicht unser Ziel. Für die interpretative Kernarbeit gilt: Je stärker ich die Deutung selbst 
(mit-)erarbeite, desto weniger Zeit spare ich. Agency behalten und zugleich Zeit sparen, das 
widerspricht sich an dieser Stelle. Damit bei der Interpretativen Analysearbeit ein 
wesentlicher Zeitgewinn möglich sein kann, würde es bedeuten, dass die Analyse von 
anderen (bei KI eben den LLM) weitgehend übernommen wird – wir also die analytische 
Verantwortung weitgehend auslagern und sagen, dass wir darauf vertrauen, dass das die KI 
besser/gut kann. Dass das bald käme, kann ich mir nicht vorstellen. Es wäre auch eine 
(nicht nur kognitive) Kapitulation. 

Serendipity-Prompting - das LLM als mäeutischer Impulslieferant: Die letzte Idee, die 
ich vorstelle, ist noch in Vorbereitung, einen Zwischenstand des Prompts gibt es allerdings 



schon zum Ausprobieren. Wir nennen sie Serendipity-Prompting. Vor zwei Tagen sprach 
jemand von “Serengeti-Prompting”, auch schön; am Namen feilen wir noch. Vielleicht geht 
es auch in Richtung mäeutischer Impuls oder AI Impuls. 

Bisherige Ansätze der LLM-Nutzung liefern in der Regel eine Ausgabe mit finalem Charakter. 
Eine Deutung, eine Zusammenfassung, Codes, Antworten auf Fragen und weiteres mehr. 
Es scheint zur Wesensart von Sprachmodellen zu gehören, Antworten zu geben. Und genau 
das wollen wir verhindern. Wir wollen, dass sie uns Fragen stellen, irritieren, kontrastieren. 
Das LLM fungiert als mäeutischer Impulslieferant. Das ist technisch anspruchsvoller als 
gedacht, weil es nicht so leicht gelingt zu verhindern, das die Ausgabe des LLM im Stil ein 
finales Antworten oder Deutung erzeugt wird, sondern Fragen offen im Raum stehen zu 
lassen. 

Das will ich kurz zeigen, ich habe mir das als kleine App via Vibecoding gebaut. Ich kann 
nicht programmieren, ich habe nur gesagt, was ich gern hätte, und dann stand die Software 
da. Hier ist derselbe Interviewausschnitt von vorhin, aus den exemplarischen Beispielen. 
Ich markiere die Stelle und bitte um einen irritierenden Impuls. Das läuft lokal auf meinem 
Rechner. Was kommt zurück? Der erste Impuls: “Ich hänge an der Art, wie die Zeitspanne 
benannt wird. Zuerst ein konkreter Monat und ein Jahr, dann der Ausdruck ‘seit diesem 
Punkt’. Was macht es mit der Erzählung, dass die Person nicht von einem Datum oder einer 
Dauer spricht, sondern von einem Punkt?” Und weiter: “Der Übergang zum zweiten Satz 
wirkt wie ein Sprung. Gefragt wird nach der Dauer, also wie lange. Aber die Antwort beginnt 
mit dem Ereignis und endet damit, dass auch Sie ganz aktiv sind. Worauf bezieht sich 
dieses ‘Sie’ plötzlich?” 

Das meinen wir mit einem Impuls. Wir nutzen das Modell nicht, um uns die Stelle zu 
interpretieren, sondern es zeigt Dinge, die wir vielleicht übersehen hätten. Über das 
Wörtchen “Sie” liest man leicht hinweg, wenn man noch nicht so interpretationserfahren 
ist. Es ist kein Ergebnis, das ich in einen Bericht übernehmen könnte, schon die 
Formulierung eignet sich nicht dafür. Es zieht mich stärker ins Material und fordert mich 
heraus, eine Begründung oder Position zu finden und es soll idealerweise auch keine 
Entscheidung für ein richtig oder falsch vorgeben. Ich könnte auch sagen: Das überzeugt 
mich nicht, bringt mir nichts, und den Impuls wieder löschen. Es ist eben ein Impuls und 
eröffnet vielleicht einen neuen Raum. Und dieser Impuls ist nicht für ein ganzes interview, 
sondern nur eine sehr kleine Passage. Vielleicht ein oder zwei Sätze oder Absätze. Das ist, 
glauben wir jedenfalls, eine andere Herangehensweise als alle bisher formulierten Ansätze, 
mit einem LLM in der qualitativen Forschung zu arbeiten. 

 

9 Quer zu allem: Datenschutz und Forschungspraxis 

Die DSGVO hatte ich Ihnen versprochen, und sie liegt quer zu allen drei Themen des 
heutigen Vortrags. Sobald personenbezogene Daten im Spiel sind, gilt sie: Interviews, 
Beobachtungsprotokolle, Fotos, Videomitschnitte, Audiodateien. Und sie gilt nicht erst bei 
der Übertragung nach Amerika. Sie gilt auch, wenn Sie ein Large Language Model (LLM) in 
der hochschuleigenen Infrastruktur nutzen, etwa in der Academic Cloud der GWDG in 



Göttingen. Das ist ein guter Service, ISO 27001 zertifiziert, technisch wird dort vieles richtig 
gemacht. Aber zur Konformität zählt mehr als die Technik, und genau dorthin kommen wir 
gleich. Das gilt für alle Wege, egal ob audiotranskription, MAXQDA Tailwind, GWDG, iCloud, 
OneDrive oder Dropbox. Es sind Datenübertragungen an Dritte. 

9.1 Auftragsverarbeitung und informierte Einwilligung 

Warum geht die Dropbox nicht? Weil zweierlei fehlt. Zum einen brauchen Sie mit den 
Anbietenden einen Vertrag zur Auftragsverarbeitung (Art. 28 DSGVO), und der muss die 
konkreten Angaben zu Ihrer Verarbeitung enthalten. Eine blanke Standardvorlage reicht 
laut Gesetzesvorgabe nicht aus. Konkret heißt: Mein Name steht drin, worum es in den 
Aufnahmen grob geht (medizinische Themen, religiöse Themen, Radfahren, was auch 
immer) und wer befragt wird, nicht mit Klarnamen, sondern als Gruppe: Kinder einer Schule, 
Menschen aus der Fußgängerzone. Bei manchen Anbietern bekommen Sie so etwas gar 
nicht. 

Das Schwierigere ist die informierte Einwilligung, und der Haken sitzt auf dem Wort 
„informiert”. Wer mit Menschen arbeitet, braucht ohnehin eine schriftliche Bestätigung der 
Teilnahme. Die brauchen Sie weiterhin. Zusätzlich braucht es die Einwilligung, in der Sie 
schriftlich und auch mündlich erklären, was genau Sie mit den Daten tun. Da steht nicht 
nur „ich werte automatisch aus”, sondern: Ich lade die Daten auf den Server von Anbieter X 
im Tool Y hoch, um dieses oder jenes zu tun, danach werden die Ergebnisse zurückgespielt. 
Und es muss erkennbar sein, wann die Daten gelöscht werden, dazu gehört das 
Sicherheitskonzept. Das Einwilligungsersuchen muss nicht zwingend ein eigenes 
Dokument sein. Steht es mit anderen Inhalten in einem Schriftstück, muss es davon aber 
klar zu unterscheiden und in verständlicher Sprache abgefasst sein (Art. 7 Abs. 2 DSGVO). 
In der Praxis fahren Sie mit einem sauber abgegrenzten Einwilligungsblatt am sichersten. 
Entscheidend ist, dass die Menschen verstehen und abschätzen können, worauf sie sich 
einlassen. 

Ein plattes Beispiel. Sie machen Interviews mit Dissidenten der US-Armee und laden die 
Audiodateien für die automatische Transkription auf einen Server in San Francisco hoch. 
Dann sagt die Person vielleicht, wenn sie das weiß: Oh, das ist mir zu heikel, da mache ich 
nicht mit. Wichtig dabei: Die Einwilligung deckt nur den konkret informierten Zweck, nicht 
„alles”. Zweckbindung, Datensicherheit, Widerruf und Dokumentation bleiben in jedem 
Fall bestehen. Und es gibt einen zweiten Fall: Manche Personen sind garnicht in der Lage, 
eine realistische und umfangreiche Folgenabschätzung vorzunehmen. Manche Dinge weiß 

man ja nicht, dass man sie nicht weiß. Es geht darum stets abzuwägen, was passiert, wenn 
alles schief geht. Also bspw. die Rechner oder Zugangswege gehackt oder Daten 
abgegriffen werden oder später unverschlüsselt an die Öffentlichkeit gelangen. Kann das 
der Person schaden, die uns vertrauensvoll ihre Geschichten und Situationen anvertraut 
hat? Und genau hier kommt eine Ethikkommission ins Spiel. Dort und mit diesen können 
und sollten sie abklären, wie in ihrem konkreten Fall am besten zu verfahren ist.  



9.2 Pseudonymisierung versus Anonymisierung 

Jetzt kommt das am häufigsten genannte Lösungsszenario. Die Leute sagen: Eine 
informierte Einwilligung ging nicht, aber ich habe eine Lösung, ich anonymisiere einfach 
meine Daten, dann ist das doch kein Problem. Und genau dazu haben wir gerade einen 
Preprint fertig gestellt. Darin arbeiten wir heraus, dass dies für qualitative Daten wie 
Interviews oder Beobachtungsprotokollen in der Regel unmöglich ist. Bei quantitativen 
Daten geht das wunderbar und ist gängige Praxis. Aber warum dann nicht bei qualitativen 
Daten? Dazu wieder ein plattes Beispiel. Sie lesen folgende Interviewzeile: „Eine Person 
des öffentlichen Lebens formt die Hände in Form einer Raute und spricht einer anderen 
Person das Vertrauen aus.” Das Thema entfernt, eine Partei entfernt, ein Ort entfernt, nur 
marginale Informationen bleiben. Und trotzdem wissen Sie alle, dass es Frau Merkel war 
oder haben zumindest eine starke Assoziation. Und das waren nur drei harmlose 
Informationen. 

LLMs sind viel besser darin, eine Menge harmloser Details zu verknüpfen und darüber 
Personen zu identifizieren (Yukhymenko et al.; Agentic LLMs as Powerful Deanonymizers 
2026, Preprint, sechs von 24 anonymisierten Interviewten re-identifiziert). Was wir früher 
entfernt haben (Namen, Orte, Firmen), ist heute keine Strategie mehr. Ich habe ja nicht 
zwei Zeilen, sondern zehn Seiten Interview, und darin stecken hunderte harmlose 
Informationen, die kombiniert machen die Person viel leichter identifizierbar. Stellen Sie 
sich Interviews in einer Schulklasse vor: Anonymisierung wäre erst dann gelungen, wenn 
niemand, auch keine KlassenkameradIn, die Person beim Lesen des Transkripts 
wiedererkennt. Überlegen Sie mal, wie viel Sie dafür aus dem Material entfernen müssten. 
Und wenn sie das wirklich ernst nehmen und Anonymisierung perfektionieren, geraten Sie 
in einen Zielkonflikt. Denn Datenreichtum und echte Anonymität ziehen in 
entgegengesetzte Richtungen. Genau das ist in der Praxis auch schon gezeigt worden. In 
Bremen gibt es ein Archiv für die Sekundärnutzung qualitativer Daten, und Forschende 
haben ihr anonymisiertes Material zur Sekundäranalyse eingereicht. Die Antwort: Das 
nehmen wir nicht, das Material ist für die Nachnutzung zu sehr beschnitten. 

9.3 Lokale Verarbeitung und Hochschulinfrastruktur 

So will ich aber nicht enden. Welche Alternativen bleiben? Sie sind überschaubar. 

Erstens: rein lokal arbeiten. So wie mit noScribe lokal transkribiert wird, auch lokal mit 
LLMs auswerten. Aber da muss man festhalten, dass es bisher keine Tools mit fertig 
implementierten Analysefunktionen basierend auf lokal installierten LLM gibt. So bleibt bei 
lokaler Arbeit aktuell nur, dass ich darauf angewiesen bin, selbst zu prompten oder 
vorhandene Prompts zu nutzen, bspw. in einer Umgebung wie LM-Studio. Nach unseren 
Tests benötigen sie, wenn sie lokal hybrid Interpretieren wollen, einen Computer mit 
mindestens 48 Gigabyte Arbeitsspeicher, besser 64+. Das Blöde: Dieser Speicher wird 
gerade teurer, weil er in den großen Rechenzentren gebraucht wird. Da spielt uns die Zeit 
nicht in die Karten. 

Hochschulinfrastruktur ist und klingt eindeutig vertrauenserweckender, als Server in den 
USA oder bei amerikanischen Firmen. Dennoch betone ich erneut, auch das ist eine 



Datenübertragung im Sinne der DSGVO und damit kein Freifahrtschein zum 
uneingewilligten Hochladen der erhobenen Daten. 

Zweitens: andere Daten nutzen, wenn Sie mit KI arbeiten wollen. Also Daten, die weder 
der DSGVO noch dem Urheberrecht unterliegen. Das könnte z.B. so aussehen: Ich wollte 
mal Helmut Schmidt interviewen. Geht natürlich nicht, der ist ja gestorben. Also habe ich 
Claude gesagt: Du bist jetzt Helmut Schmidt, ich will dich interviewen. Die ersten 
Antworten waren grottenschlecht, für mich nicht gegenstandsangemessen. Dann nehme 
ich meine Ursprungsfrage und den ganzen Gesprächsverlauf und gebe das in ein zweites 
Modell, hier ChatGPT von OpenAI, mit der Anweisung: Du bist jetzt fieser Theaterkritiker, 
hier hat jemand versucht, Helmut Schmidt darzustellen, was hat er falsch gemacht? Es 
kommt ein mehrseitiges Pamphlet, was besser zu machen sei. Das gebe ich Claude, und 
Claude versucht es zu berücksichtigen. Danach hatte ich das Gefühl, mich mit Helmut 
Schmidt auszutauschen: Mentholzigaretten, Hamburger Slang, Anruf von Henry. Das sind 
dann komplett synthetische Daten, und mit denen können wir machen, was wir wollen. 

Wobei, ganz hundertprozentig stimmt das nicht. Forschende haben gezeigt, dass sich sehr 
sehr lange wörtliche Passagen aus Harry-Potter-Büchern aus einem LLM extrahieren lassen, 
wenn man geeignet fragt (Cooper et al. 2025, Preprint). Damit ist nachgewiesen, dass das 
Modell diese Bücher zum Lernen verwendet hat. Es kann also durchaus sein, dass 
urheberrechtlich geschütztes Material in den Modellen steckt, das wir extrahieren, ohne es 
zu dürfen.  

Letzte Beobachtung: Manche Marktforschungsinstitute machen keine Face-to-face-
Interviews mehr, sondern generieren vorab quantitativ Typen, ordnen ihnen nachweisbare 
Verhaltensfacetten zu und bitten dann LLMs, genau im Stile dieser Facetten fiktive 
Interviewantworten zu generieren. Und genau diese Daten werden dann für reale 
Auswertungen und Befunde verwendet. Sie führen also synthetische Interviews und 
gewinnen daraus Befunde, etwa zu Werbemaßnahmen, die in der Realität Maßnahmen 
beeinflussen. Das ist jetzt schon der Fall, weil es schneller und billiger geht. 

 

10 Schluss: Was können wir mitnehmen? 

Damit sind wir fast am Ende. Was möchte ich, dass sie auf jeden Fall mitnehmen können? 
Das es leider keine Blaupause für den Umgang mit KI in der qualitativen Forschung gibt, 
und es das vermutlich auch so schnell nicht geben wird. Wir sind hier Early Adopter in 
einem Feld, in dem die Wissenschaft naturgemäß (zu) langsam hinterherkommt: Bis eine 
Publikation da ist, eine Replik darauffolgt und sich ein hilfreiches Verfahren vertieft, 
vergehen schnell einige Jahre, und dann ist die Technik längst weiter. Statt eines fertigen 
Wegs lassen sich aber Kriterien benennen, an denen Sie jede einzelne Entscheidung prüfen 
können: methodische Passung, Transparenz, Agency, Datenschutz und sichere 

Prüfpfade. Diese fünf ziehen sich durch alles, worüber wir heute gesprochen haben.  

Lassen Sie mich nun noch die offenen Fragen aus dem Chat durchgehen. 



Erstens: Datenschutz und die Konsequenzen der Einwilligung. Eine Teilnehmerin hat 
einen wichtigen Punkt ergänzt: Wenn die informierte Einwilligung vorliegt, ist vieles erlaubt, 
was vorher nicht ging. Aber Vorsicht, die Einwilligung deckt (nur) den konkret informierten 
Zweck, nicht alles. Zweckbindung, Datensicherheit, Widerruf und Dokumentation bleiben 
bestehen, und es soll eine kompetente Entscheidung der Beteiligten sein, kein blindes 
Unterschreiben. Wo Zweifel daran bestehen, gehört die Ethikkommission einbezogen. Liegt 
die Einwilligung vor, ist ein Anbieter mit Servern in Deutschland und in der 
Hochschulinfrastruktur, zertifiziert, deutlich vorzuziehen. Dort würde ich die Datenhoheit 
höher bewerten als bei einem amerikanischen Unternehmen, das durch den US CLOUD 
Act die Einschränkung hat, dass amerikanische Behörden auf Daten zugreifen dürfen. 
Entscheidend ist dabei nicht der Serverstandort, sondern wer den Anbieter kontrolliert: 
Amerikanische Behörden dürfen potenziell auch auf Daten von Amazon-Servern zugreifen, 
die in Europa stehen. Datenresidenz in der EU allein löst das Problem also nicht; man muss 
Anbieterstruktur, Rechtsraum, Verschlüsselung und Vertragslage mitprüfen. 

Ein guter Weg ist daher, neben dem rein lokalen Arbeiten bei vorliegender Einwilligung 
Dienste der Hochschulinfrastruktur zu nutzen. Bei f4 binden wir den GWDG-Server in 
Göttingen ein. Wenn unsere KI-Funktionalität nicht lokal läuft, werden die Daten zur Uni 
Göttingen übertragen, dafür haben wir einen Vertrag. Das bleibt eine Datenübertragung. 
Wir hätten es lieber lokal, technisch ist das realisiert, Sie haben es vorhin gesehen, aber für 
die Nutzenden liegt die Rechnervoraussetzung noch eine Schwelle über dem, was 
Standard ist. Der grundsätzliche Pfad müsste meines Erachtens lauten: local first. Für die 
Transkription geht das schon, mit Einschränkungen, für die Analyse noch nicht. 

Zweitens: Hardware und Modelle. Welche Maschine, welche Modelle? Ein Notebook, mit 
dem sich gut arbeiten lässt, wäre ein MacBook / MacStudio mit 64 Gigabyte oder mehr. Da 
bewegen wir uns bei rund vier- bis fünftausend Euro (Stand Mitte 2026). Apple-Hardware ist 
hier im Moment das Schnellste; die DGX-Geräte von Nvidia mit 128 Gigabyte liegen 
preislich ähnlich, sind in der Ausgabe aber nicht so flott. Eine moderate Investition, wenn 
man bedenkt, dass ein klassischer KI-Server schnell sechs- bis siebenstellig kostet. 

Auf einem solchen Rechner lassen sich drei kleine, aber produktiv nutzbare Large 
Language Models (LLM) gut nebeneinander betreiben: drei Chatfenster öffnen, oben im 
Dropdown das jeweilige Modell wählen. Gut eignen sich Gemma4, Qwen3.6, GLM und mit 
Abstrichen auch GPT-OSS 120b (bspw. Gemma4-31B oder 26B-A4B, das braucht bei 4-bit-
Quantisierung rund 20 Gigabyte. Ähnlich bei Qwen3.6-35B-A3B.) In unseren Tests wirkte 
GPT-OSS 120b übrigens oft etwas off track, vielleicht auch eine Prompt-Sache. Das ist ein 
Experimentierfeld, es gibt noch nicht den fertigen Weg. 

Eine verwandte Frage betraf die Bewertung von Tools, deren Quellcode man nicht 
beurteilen kann. Zum Code selbst kann ich nichts beitragen, aber drei Aspekte sollten Sie 
prüfen. Erstens: Welche LLM werden genutzt, laufen sie lokal, gibt es eine 
Datenübertragung? Zweitens: Sind die Prompts für die Funktionalitäten sichtbar und 
editierbar, und sind sie angemessen, passen sie zu Modell und Aufgabe? Drittens: Welche 
Funktionalität wird überhaupt angeboten, und wie ist die Agency-Frage gelöst? Geht es 



darum, dass sie selbst intensiv Prüfungsleistung von Ausgaben erbringen müssen, müssen 
Sie sich fragen, wie Sie das bewerten. 

Drittens: Lernt die KI uns kennen? Ein häufiges Missverständnis: Das LLM, das individuell 
auf Ihre Lage Bezug nimmt, auch in späteren Gesprächen, hat nicht gelernt, auch wenn es 
sich so anfühlt. Was passiert, ist etwas anderes. Es schreibt sich an einer zweiten Stelle 
eine Memory-Datei, auf die auch wir selbst oft Zugriff haben. Man kann sogar offensiv bitten: 
Merk dir das für zukünftige Gespräche. Dasselbe lässt sich simulieren, indem Sie Ihrer 
ersten Frage ein kurzes Textdokument beilegen: Ich bin Forscherin an der Universität 

Bremen, forsche zu diesem Thema usw.. Dann geht das Modell gezielter auf Ihre 
Ausrichtung ein. Diese Memory-Funktion gibt es in Gemini, ChatGPT und Claude und auch 
bei GWDG und man kann sie ein- und ausschalten, einsehen, editieren und löschen. Mal 
ist sie hilfreich, oft hat sie mich aber auch gestört, wenn sachfremde Aspekte in Antworten 
künstlich eingebunden wurden. Das dahinterliegende Modell hat NICHTS zusätzliches in 
seinen Daten/Gewichten über sie lernend integriert (was auch wirklich zu begrüssen ist!) 

Wichtig bleibt: Das Modell hat nicht gelernt. Der eigentliche Lernprozess eines LLM kostet 
Millionen, findet genau einmal je Modell statt, dauert Wochen oder Monate, und 
zehntausende Server arbeiten gleichzeitig daran eine unglaublich große  
Gesamtdatenmaterialmenge zu verarbeiten.  

Viertens: Darf ich das in einer Arbeit? Hier gibt es keine pauschale Antwort. Ob und wie 
Sie KI nutzen, klären Sie unbedingt mit der begutachtenden Person, dem Prüfungsamt und 
ggf. weitere relevanter Stelle wie dem Datenschutzbeauftragten oder der Ethikkommission. 
Es gibt dazu keine für alle Hochschulen verbindliche Orientierung.  

Die Schwierigkeiten beginnen, sobald Analyseleistung, Formulierungen oder 
Interpretationen übernommen werden. Dann gilt: Im Methodenteil müssen Sie begründen, 
warum die Auswertung nicht allein von Ihnen stammt. Ich hatte keine Zeit trägt in der 
Wissenschaft nicht. Ich nutze ein methodisiertes Integrationsverfahren dagegen kann eine 
Begründung sein, die in einen Methodenteil ausformuliert werden müsste. Aber Achtung, 
es gibt Personen / Zeitschriften / Verlage mit klarer Abwehrhaltung. Klären sie das 
unbedingt vor der Nutzung. 

Und so sind wir nun am Ende der drei Stunden angekommen. Vielen Dank, dass Sie mit 
dabei waren. 
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• Friese, S. (2025/26): Conversational Analysis with AI (CAAI) — LLM als Sparringspartner (≠ 
Konversationsanalyse/Conversation Analysis). OSF-Preprint · SSRN 

• Krähnke, U., Dresing, T. & Pehl, T. (2025): Einführung in die hybride Interpretation mit drei LLMs 
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• Jowsey, T., Braun, V., Clarke, V., Lupton, D., Fine, M. et al. (2025): We Reject the Use of Generative 
AI for Reflexive Qualitative Research. Qualitative Inquiry — 419 Forschende/32 Länder, 
Gegenposition für „Big Q” (kein „Verbot”). Sage · KCL 
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11.3 C) Tools & Software 

• OpenAI Whisper (MIT; large-v3, large-v3-turbo). GitHub · turbo Okt. 2024 · HF — neuere OpenAI-ASR 
(gpt-4o-transcribe) ist API-only; Diarisierung über WhisperX 

• noScribe (lokale Whisper-Oberfläche). GitHub 

• f4 / audiotranskription (automatische Transkription). Website 

• MAXQDA / MAXQDA Tailwind (KI-Reports mit Referenzen). Tailwind · Reports 

• ATLAS.ti Website · NVivo (Lumivero) Website · OpenQDA Website 

• QInsights — Susanne Friese. Website 

• Karl AI / DokuMet QDA (Schäffer/Lieder). dokumet.de · Über Karl AI 

• LM Studio Website · Hugging Face Website 

• Google Gemma 4 (E2B/E4B/12B/26B A4B/31B; E4B ~5 GB@4-bit, 31B ~20 GB@4-bit) Gemma-4-
Doku. 

• Qwen (Alibaba) — Qwen3.5/Qwen3.6 verifiziert; lokal lauffähig (z. B. Qwen3.6-35B-A3B, MoE 
35B/3,6B aktiv). GitHub Qwen3.6 · HF Qwen 

• gpt-oss (OpenAI Open-Weight) — gpt-oss-120b (117B/5,1B aktiv, ~80-GB-GPU) vs. gpt-oss-20b (lokal 
realistisch). GitHub · HF 120b 

• DeepSeek (Zensur-/Tian’anmen-Beispiel). Website · DeepL Website 

• GWDG / Academic Cloud Göttingen (ISO 27001). Academic Cloud · GWDG 
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11.4 D) Rechtsquellen & Handreichungen 
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ausdrückliches Verbot (Schulfall, Eilverfahren, keine Hauptsache). Beschluss-PDF · Mueller.legal 

• DSGVO: Art. 4 (Verarbeitung) · Art. 6 (Rechtsgrundlage) · Art. 7 (Einwilligung — klar unterscheidbar, 
kein zwingend separates Dokument) · Art. 13 (Speicherdauer ODER Kriterien) · Art. 28 
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• US CLOUD Act: AWS-Position · Microsoft France vor dem Senat (The Register 2025) · CLOUD Act 
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